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1. Wprowadzenie

1.1. Sztuczne sieci neuronowe

Chociaz pojecie ,biomimetyka” (znane rowniez jako ,biomimikra” badz ,bionasladownictwo”)
[1], [2], [3] oraz powiazane z nim $cisle pojecie ,bionika” sa pojeciami stosunkowo mtodymi,
jako ze zdefiniowane zostaly dopiero w potowie wieku XX-go, sama koncepcja polegajaca
na rozwoju technologii bazujac na ,zapozyczonych” rozwigzaniach zaczerpnietych z natury
pojawita sie znacznie wczesniej.

Poczatki zagadnienia sztucznych sieci neuronowych siegaja lat 40-tych XX-go wieku, kiedy
to przeprowadzona przez McCullocha i Pittsa proba opisu matematycznego aktywnosci moézgo-
wej bedacej wynikiem przewodzenia informacji neuronowej pomiedzy poszczegdlnymi neuro-
nami, zaowocowala stworzeniem pierwszego formalnego modelu sztucznego neuronu [4]. Kilka
lat pdzniej, dokladnie w 1949 roku, psycholog Donald Hebb, zaproponowal w swojej ksiazce
»The Organization of Behaviour” |5] metode uczenia sieci neuronowych poprzez modyfikacje
wartosci wag na powiazaniach pomiedzy poszczegdlnymi neuronami. Metoda ta, nazywana
obecnie ,metoda Hebba”, stanowita pierwszy krok na drodze do wtasciwego uczenia sztucznych
sieci neuronowych.

Lata piecdziesigte przyniosty kolejne osiaggniecia w zakresie sztucznych sieci neuronowych.
Szczegblne znaczenie miato zbudowanie w 1958 roku przez Franka Rosenblatta, pierwszego
modelu perceptronu - prostej sieci umozliwiajacej klasyfikacje obrazéw bazujac na wzorcach
zdefiniowanych w procesie jej uczenia [6]. Co ciekawe, perceptron byl w stanie zachowac
zdolnos$é¢ poprawnego dziatania nawet w przypadku gdy czes¢ z jego potaczen badz elementow
ulegla uszkodzeniu.

Uktad o nazwie ADALINE, skonstruowany w 1960 roku przez Bernarda Widrowa z Uniwer-
sytetu Stanford, a nastepnie jego rozbudowana wersja okreslana mianem MADALINE (many
ADALINES), stanowily dalsze praktyczne rozszerzenie koncepcji sztucznych sieci neurono-
wych. Zastosowania sieci MADALINE obejmowaly miedzy innymi rozpoznawanie obrazow
oraz adaptacyjne przetwarzanie sygnatow.

Niestety z konicem lat 60-tych entuzjazm zwiazany z technologia sztucznych sieci neurono-
wych oraz metodami ich uczenia znacznie sie zmniejszyt, czego zasadnicznym powodem bytlo
opublikowanie w 1969 roku przez Minsky’ego oraz Paperta ksigzki ,,Perceptrons : an Introduc-
tion to Computational Geometry” [7]. W ksiazce tej autorzy poddali w watpliwo§¢ mozliwosé
uczenia sieci wielowarstowych. Dopiero w polowie lat osiemdziesiatych wraz z rozwojem algo-

rytméw uczenia sieci oraz wzrostem szybkosci przetwarzania oraz mozliwosci obliczeniowych



komputeréw, udalo sie obali¢ postawiong przez nich teze.

Wrznowione z poczatkiem lat 90-tych zainteresowanie sztucznymi sieciami neuronowymi
przyniosto ze soba zaréwno rozw6j metod i technik uczenia jak réwniez zaowocowalo roz-
szerzeniem typow architektury sieci poczynajac od sieci prostych wielowarstwowych, poprzez
sieci radialne, az po sieci rekurencyjne. W przeciagu ostatnich 25 lat zakres dzialania oraz
zastosowania sieci rozszerzyl sie znacznie obejmujac obecnie miedzy innymi zagadnienia roz-
poznawania wzorcow i sekwencji, przetwarzania i filtracji danych, aproksymacji funkcji nieli-
niowych czy tez wreszcie identyfikacji oraz sterowania procesami dynamicznymi [8], [9], [10],
[11], [12].

Jedna z kluczowych prac $cigle poswieconych zagadnieniu identyfikacji oraz sterowania ukta-
dami dynamicznymi z wykorzystaniem sztucznych sieci neuronowych jest praca opublikowana
przez Narendre oraz Parthasarathy’ego [13] w pierszym wydaniu ,JEEE Transactions on Neu-
ral Networks” w 1990 roku. Praca oraz zawarte w niej rozwigzania stanowi podstawe rozwoju
wspotczesnie stosowanych neuronowych algorytméw i metod sterowania, bazujacych albo na
samodzielnie dziatajacej sieci neuronowej albo na sieci w powigzaniu ze sterowaniem klasycz-
nym [14], [15], [16]. Na poczatku XXI-go wieku pojawity sie dodatkowo propozycje stero-
wania neuronowego w powiazaniu z innymi metodami inteligentymi, przyktadowo sterowanie
neuronowo-rozmyte w oparciu o logike rozmyta [17], [18], czy tez pomyst polegajacy na ucze-
niu sieci neuronowej z wykorzystaniem algorytmow genetycznych oraz ewolucyjnych [19], [20].

Podobnie jak zagadnienie sterowania z wykorzystaniem sztucznych sieci neuronowych, kon-
cepcja tak zwanych ,konstrukcji inteligentych” spotkata si¢ w przeciagu ostatnim kilkunastu
lat ze sporym zainteresowaniem $rodowiska naukowego [21], [22], [23], [24], [25], [26], [27],
[28], [29]. Dla koncepcji tej przyjmuje sie zalozenie, ze wykorzystujac nowoczesna technologie
oraz materialy w powiazaniu z ,inteligentnymi” metodami sterowania, mozliwe jest uzyskanie
konstrukcji bedacych w stanie wykrywac i jednoczednie aktywnie reagowac na zmiany zacho-
dzace w ich otoczeniu. Jako ze zagadnienie ,konstrukcji inteligentnych” jest zagadnieniem
stosunkowo obszernym, w literaturze doszukac sie¢ mozna sporej liczby publikacji dotyczacych
tego tematu, obejmujacych m.in. monitorowanie stanu uktadéw badz konstrukcji [30], [31],
aktywne ttumienie drgan i hatasu [32], 33|, [34] czy tez ,energy-harvesting” czyli odzyskiwanie

energii z ruchu i drgan [35].



1.2. Cel i teza pracy

Za gtowny cel pracy doktorskiej postawiono przetestowanie szeregu algorytmoéw sterowania
neuronowego pod katem zastosowania ich do aktywnego ttumienia drgan uktadéw oscylacyj-
nych, w szczego6lnosci uktadéw wykazujacych zachowania nieliniowe.

W pracy przyjeto dodatkowo zaltozenie, ze tlumienie drgan za pomoca sztucznych sieci
neuronowych ma sie odbywaé¢ w sposéb aktywny badz hybrydowy (w powiazaniu z uktadami
pasywnymi), lecz nie w sposob semi-aktywny (poprzez modyfikacje parametrow sterowanego
uktadu).

Teza jaka postawiono dla niniejszej pracy doktorskiej brzmi: ,Sztuczne sieci neuronowe
moga, przy przyjeciu odpowiedniej architektury i przeprowadzeniu wtasciwego procesu ucze-
nia, znalez¢ zastosowanie w aktywnych badz hybrydowych uktadach redukcji drgan uktadow

liniowych i nieliniowych.”



2. ldentyfikacja neuronowa

Zarowno zakres zastosowan jak i mozliwosci oferowanych przez sztuczne sieci neuronowe jest
obszerny, co zostalo juz wspomniane we wprowadzeniu do niniejszej pracy. Nalezy przy tym
zaznaczy¢, iz roznorodnosé zastosowarn sztucznych sieci neuronowych jest bez watpienia bez-
posrednio powigzana z réznorodnoscia typow i struktur tychze sieci. Poczynajac od prostych
sieci typu ,perceptron” badz ,Adaline”, poprzez sieci dynamiczne i radialne, az po ztozone
wielowarstwowe sieci rekurencyjne - kazda z nich zaprojektowana jest oraz dostosowana do
konkretnego typu celow i zadan.

Domysla¢ sie mozna zatem, iz do celéw sterowania, badz bardziej ogélnie, modelowania
uktadéw dynamicznych skorzystaé nalezy ze sztucznych sieci neuronowych o odpowiednio
zaprojektowanej strukturze oraz wlasciwosciach. Istotnie, tzw. sieci dynamiczne (zaréwno
typu feedforward” jak i rekurencyjne) znajduja swoje zastosowania w przypadku gdy przed-
miotem zainteresowania jest obiekt badz zjawisko o charakterze dynamicznym. Identyfikacja
neuronowa (zwana niekiedy emulacja neuronowa), bedaca tematem niniejszego rozdziatu, jest
niczym innym jak technika nadzorowanego uczenia sieci neuronowej, na bazie danych uzyska-
nych z rzeczywistego obiektu badz jego modelu matematycznego. Tak nauczona sie¢, noszaca
miano emulatora, jest w stanie z odpowiednia doktadnoscia oraz w odpowiednim zakresie
nasladowa¢ zachowanie wybranego obiektu dynamicznego. Przyktadowo, podajac na wejécie
sieci wartosci stanu uktadu oraz wartosci wymuszenia dla chwili obecnej oraz chwil ja poprze-
dzajacych, sie¢ taka dokona predykcji wartosci stanu uktadu w kolejnych, przysztych chwilach,
bazujac na wzorcach, ktore postuzyty do jej nauczenia.

W rozdziale niniejszym przedstawiony zostanie doktadnie proces uczenia tego typu sieci,
wlacznie z zagadnieniami, ktérych znajomosé niezbedna jest do prawidlowego nauczenia sieci,

a co za tym idzie do skutecznego jej funkcjonowania. Wyjasnione zostana kolejno:

e struktura oraz wlasciwosci podstawowych typéw dynamicznych sztucznych sieci neuro-

nowych

e proces pobierania, badz generacji probek niezbednych do uczenia sieci, jak rowniez

ograniczenia jakie nieodpowiedni dob6r probek naktada na nauczona sie¢

e algorytmy uczenia sieci neuronowych oraz ich skuteczno$é¢ dla przypadku sieci dyna-
micznych
e emulacja ciggtych i dyskretnych uktadéw dynamicznych

Wszystkie zagadnienia przedstawione w tym rozdziale znajduja swoje rozszerzenie w roz-

dziale kolejnym dotyczacym metod sterowania neuronowego.



Warto przy tej okazji zaznaczy¢, ze realizacja numeryczna wszystkich opisywanych w pracy
ukladow oraz funkcji odbywata sie w srodowisku MATLAB/Simulink z wykorzystaniem na-
rzedzi z pakietu ,Neural Network Toolbox”. Bazujac na istniejacych w pakiecie narzedziach,
mozliwym byla implementacja przez autora w $rodowisku MATLAB szeregu opisywanych
dalej w pracy metod emulacji oraz sterowania neuronowego. Ponadto implementacja ta obej-
mowala réwniez przygotowanie modeli dynamicznych rozpatrywanych uktadéw w oparciu o
opisujace je rOwnania analityczne (zaréwno liniowe jak i nieliniowe), realizacje funkcji stuza-
cych do generacji wzorcéw uczacych na bazie wspomnianych modeli, jak réwniez zaprogra-
mowanie szeregu funkcji i blokéw pomocniczych (m.in. bloku powolnego zejscia do celu czy

bloku opo67nieri).

2.1. Architektura i modele DSSN

Pod wzgledem architektury i struktury, dynamiczne sztuczne sieci neuronowe (DSSN) nie
réznia sie w zasadniczy sposéb od ich wielowarstwowych odpowiednikéw typu ,feedforward”.
Podobnie jak i w tamtym przypadku, sie¢ zbudowana jest z kolejno nastepujacych po sobie
blokow, tzw. warstw, przez ktore przepuszczana jest krok po kroku informacja wejsciowa. Na

rys. 2.1 przedstawiona jest przyktadowa struktura sieci tego typu.
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Rysunek 2.1.: Przyktadowa struktura SSN typu ,feedforward”

Powyzej przedstawiona sie¢ jest tzw. siecia dwuwarstwowa tzn. sieciag o jednej warstwie
ukrytej i jednej wyjsciowej. Warstwa ukryta stanowi element posredni pomiedzy warstwa
wejsciowa, na ktérg podawana jest informacja, a warstwa wyjsciowa, z ktorej pobierana jest
odpowiedz sieci. W zaleznosci od potrzeb mozliwe jest rozszerzenie sieci o dodatkowe warstwy
ukryte, przy czym wiaze sie to ze wzrostem ztozonosci uktadu, a co za tym idzie ze znacznym
zwiekszeniem kosztow obliczeniowych. Dla wiekszosci przypadkow sieci 2- 1 3-warstwowe (czyli

sieci 0 odpowiednio jednej badz dwoch warstwach ukrytych) sa jednak wystarczajace.
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Rysunek 2.2.: Uproszczony schemat pojedynczej warstwy sieci neuronowe;j

Ogolny algorytm dzialania sieci przedstawionej na rys.2.1 opisa¢ mozna positkujac sie bar-
dziej szczegolowym modelem pojedynczej warstwy (rys. 2.2) w nastepujacy sposob. Na
wejscie sieci podawana jest informacja wejsciowa w postaci n-wymiarowego wektora x. Wek-
tor ten przemnazany jest przez tzw. macierz wag W o wymiarach m X n, a do wyniku
dodawany jest tzw. wektor odchylen b. Tak otrzymany wektor, poddawany jest nastepnie
transformacji poprzez funkcje aktywacji f, dajac w rezultacie pozadana odpowiedZz w po-
staci m-wymiarowego wektora wyjsciowego y. Algorytm ten przedstawi¢ mozna w skrocie za

pomoca nastepujacego wzoru:

vy =1f(p) =f(Wx+b) (2.1)

Propagacja wektora wejsciowego przez kolejne warstwy sieci z wykorzystaniem powyzszego
wzoru, skutkuje otrzymaniem pozadanej wartosci wyjsciowej, przy zalozeniu, ze sie¢ neu-
ronowa jest poprawnie nauczona. Zalezno$¢ pomiedzy wektorem wyjscia i wejscia dla sieci

przedstawionej na rys. 2.1 zapisa¢ mozna w nastepujacy sposob:

¥y =32 = f2(WaJ1 + ba) = fo(Waf1 (Wix + by) + ba) (2.2)

Zarowno ilog¢ warstw danej sieci neuronowej, jak i rozmiar macierzy wag oraz wektorow
odchylenn w kazdej z warstw dobierane sg odgornie w zaleznosci od potrzeb oraz zastosowania
danej sieci. Najczedciej dobor ten uzalezniony jest od stopnia ztozonogci obiektu badz zjawiska,
ktore ma by¢ modelowane przez sie¢. Podobnie sprawa ma sie z funkcjami aktywacji. Do

najczesciej stosowanych funkcji aktywacji w przypadku sieci dynamicznych zalicza sie:

e funkcje liniowa

fle)=¢ (2.3)
e funkcje sigmoidalng
1
= 24
o) =172 (2.4)



e funkcje tangensoidalng
e — 1

fp) = tegh(p) = P

(2.5)

Na rys. 2.3 przedstawione sa wykresy wymienionych powyzej funkcji aktywacji. Z uwagi
na fakt, ze wartos¢ funkcji liniowej 2.3 pokrywa sie z wartoscig podanego na nig argumentu,
funkcja ta jest najczedciej stosowana w warstwie wyjsciowej sieci, przy uzyskiwaniu ostatecznej
odpowiedzi sieci. Pozostate dwie funkcje aktywacji (sigmoidalng i tangensoidalna) stosuje sie
najczesciej do transformacji wartoéci w warstwach ukrytych. Wart zauwazenia jest fakt, iz
nieliniowo$ci wynikajace z ksztattu tych funkcji przenosza sie na zachowania nieliniowe sieci,

rozszerzajac tym samym efektywny zakres jej dzialtania.

linear
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Rysunek 2.3.: Wykresy wybranych funkcji aktywacji

Do tego miejsca opis architektury odpowiada zaréwno sieciom wielowymiarowym typu ,.fe-
edforward” jak i sieciom dynamicznym. Roéznica pomiedzy nimi przejawia sie gldwnie w
odpowiednim doborze wektora wejsciowego i wyjsciowego. W przypadku klasycznych sieci
statycznych, na wejscie sieci podawane sa wartosci wybranych kluczowych parametréw mo-
delu, natomiast na jej wyjsciu otrzymuje sie wartos¢ dodatkowego badz dodatkowych nie-
znanych parametréw, zaleznych w sposéb posredni badz bezposredni od podanych wartosci
wejsciowych.

W przypadku sieci neuronowych dynamicznych, sie¢ ma za zadanie dokona¢ predykcji stanu
uktadu ¥ dla kolejuych krokéw czasowych, bazujac na wprowadzonych do niej regresoréw tzn.
wartodci stanu uktadu oraz wymuszen, ktorym uktad jest poddawany w chwilach poprzednich.

Zachowanie sieci mozna zatem w 0golny sposob przedstawié¢ za pomoca funkcji:

yn)=£f(y(n—-1),...,y(n —k),u(n),...,u(n —m)) (2.6)



2.2. Wybrane modele emulatoréw neuronowych

Rownanie 2.6 przedstawione w poprzednim paragrafie, opisujace w sposob ogolny specyfike za-
chowania dynamicznych sztucznych sieci neuronowych, stanowi podstawe definicji dla modeli
emulatoréw neuronowych. W niniejszej pracy do celéw emulacji neuronowej wykorzystywane
sa trzy podstawowe modele, bazujace na znanych modelach parametrycznych stosowanych w
procesach identyfikacji klasycznej oraz predykcji statystycznej. Wybrane modele to kolejno
NNFIR, NNARX oraz NNARMAX. Podstawowa ich zaleta w stosunku do odpowiadajacych
im klasycznych liniowych modeli FIR, ARX oraz ARMAX, przejawia sie w mozliwosci sku-
tecznej emulacji wybranych modeli dynamicznych, zaréwno w zakresie liniowym jak i poza
nim. Zaleta ta, co zostalo juz uprzednio wspomniane, wynika w gtéwnej mierze z zastosowa-
nia w nich nieliniowych funkcji aktywacji. Dodatkowo, zgodnie z zalozeniami postawionymi
w pracy, kazdy z tych modeli uczony jest w trybie ,off-line”, cho¢ mozliwe jest réwniez roz-
szerzenie ich do tryby ,on-line”, przez co rozumie sie cigglte ich douczanie juz w trakcie pracy

emulatora. Dokladny opis kazdego z rozpatrywanych modeli przedstawiony jest ponizej.

2.2.1. Model NNFIR

Pierwszy z prezentowanych modeli emulatoréw neuronowych, jest jednocze$nie najprostszym
pod wzgledem zastosowanej struktury. Skrot NNFIR oznacza Nonlinear Neural Finite Impulse
Response. Warto$¢ wyjéciowa uktadu y w tym przypadku,wyznaczana jest tylko i wytacznie
na podstawie kolumnowego wektora wymuszenn u, ktéorym poddawany jest uktad w chwili

obecnej oraz w k poprzednich chwilach czasowych, jak to zostalo przedstawione na rys. 2.4.

NNFIR

u=[u(t) .. . ul(t—k)]"
Rysunek 2.4.: Struktura sieci typu NNFIR
Roéwnanie emulatora mozna zatem w ogdélny sposob przedstawi¢ w postaci:

y(t)=f(u) =f(u(t),ut—1)...,u(t —k)) (2.7)



Niestety prostota struktury modelu NNFIR, przektada sie réwnoczesnie na ograniczony
zakres jego zastosowan. W tym przypadku pominiecie przy wyznaczaniu kolejnego stanu
uktadu, poprzednich jego stanéw, wigze sie z ograniczeniem mozliwosci predykcji do uktadow,
w ktorych nie wystepuje zaleznosé pomiedzy kolejnymi i poprzednimi stanami uktadu. W
modelach liniowych przekltada sie to na uklady nie posiadajace biegunéw transmitancji, a co

za tym idzie takich, gdzie stan uktadu uzalezniony jest wylacznie od poprzednich wymuszen.

2.2.2. Model NNARX

Emulator typu NNARX (Nonlinear Neural AutoRegressive with eXogenous input) stanowi
logiczne rozwiniecie modelu NNFIR, w ktorym uwzglednione sa poprzednie stany uktadu.
Roéwnanie dla modelu NNARX jest identyczne jak przedstawione juz ogélne réwnanie 2.8 dla

sieci dynamicznych:

F(t) = f(u,y) = f(u(t),u(t —1),...,ut — k), y(t — 1),...,y(t —m)) (2.8)

gdzie predykcja dla obecnego stanu uktadu dokonywana jest na bazie k poprzednich wymuszeni

i m poprzednich stanéw.

NNARX

)
)

u=[u't) ...u't -k y=[t) . y(t-m]"

Rysunek 2.5.: Struktura sieci typu NNARX

Testy przeprowadzone z wykorzystaniem sieci typu NNARX, potwierdzaja ich skutecznosé

w zastosowaniach dotyczacych emulacji zachowan obiektéw dynamicznych.

2.2.3. Model NNARMAX

Sie¢ typu NNARMAX (Nonlinear Neural AutoRegressive, Moving Average with eXogenous
input) stanowi dodatkowe rozszerzenie sieci NNARX. Jak obrazuje to rys. 2.6, na wejscie sieci
podawany jest dodatkowo wektor uchybu e bedacy réznica pomiedzy wartosciami wyjsciowymi

stanu z rzeczywistego modelu, a warto$ciami otrzymanymi w wyniku predykcji dokonanej
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przez sie¢. Wektor ten jest wyznaczany dla zalozonej odgoérnie liczby 7 poprzednich chwil

czasowych.

NNARMAX

\}?> §>
_@

u=[ut) ... 0"t -8 y="1) ...yt —m))"
e=lellt)...eflt—r)]"

-

Rysunek 2.6.: Struktura sieci typu NNARMAX

Zaleznos$¢ pomiedzy wektorem wyjscia i wejscia dla sieci typu NNARMAX przedstawic

mozna zatem za pomocy funkcji:

§(t) = f(u,y,e) = f(u(t), ult —1),...,u(t — k), yt),y(t —1),...,y(t —m),
e(t),e(t—1),....e(t—r)) (2.9)

ktora w poroéwnaniu z formuly dla sieci NNARX, zawiera dodatkowo r poprzednich warto-
$ci uchybu e. Wektor uchybu e dla kazdej z chwil czasowych r okreslana jest jako roznica
pomiedzy wektorem wyjéciowych sieci ¥, a rzeczywistym wektorem wyjsciowym uktadu y.
Predykcja obecnego stanu ukladu y dokonywana jest zatem na podstawie k poprzednich
wymuszen, m poprzednich stanéw oraz r poprzednich uchybéw. Jak mozna sie domysdlaé, do-
ktadnos¢ sieci tego typu jest lepsza, gtéwnie dzieki uwzglednieniu w obliczeniach wspomnianej
korygujacej wartosci btedu. Zwiazane jest to jednak z pewnymi dodatkowymi problemami na-
tury technicznej. Przede wszystkim, sie¢ tego typu zawiera wiecej parametréow wejsciowych,
a co za tym idzie jest ona obszerniejsza - wymaga zatem wieckszej mocy obliczeniowej. Po-
nadto, proby bezposredniego nauczenia sieci na bazie posiadanych préobek moga okazaé sie
bezowocne, gtéwnie z uwagi na znaczne i niepoprawne wartosci réznicy e w pierwszych sta-
diach nauki. Standardowa metoda uczenia sieci typu NNARMAX sprowadza sie zatem do
nauczenia sieci NNARX, a nastepnie douczenia jej rozszerzonej wersji uwzgledniajacej warto-

$ci uchybu, wykorzystujac w tym celu wartosci wyjsciowe uzyskanych w procesie testéw sieci
NNARX.
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Modyfikacja powiazan miedzy wejSciami i wyj$ciami sieci

Dla zaprezentowanych powyzej modeli sieci neuronowych typu NNARX i NNARMAX, wpro-
wadzana jest czesto dodatkowa modyfikacja umozliwiajgca zwiekszenie autonomicznosci emu-
latora kosztem jego doktadnodci.

Standardowo nauczona sie¢ typu NNARX (Rys. 2.7), na wejscie przyjmuje wektor wy-
muszen (w tym wypadku x(¢)) oraz wektor stanu uktadu y(¢). Po przeliczeniu podanych
wartosci poprzez nauczone macierze wag sieci, na wyjéciu otrzymuje sie estymowana warto$é
stanu uktadu dla chwili nastepnej, z dokladnoscia uzalezniong od poziomu nauczenia sieci.
Sie¢ dziatajaca w ten sposéb wymusza jednak dalsze zastosowanie modelu badz uktadu, na
bazie ktoérego zostala nauczona - w kazdej chwili czasowe]j pobierane sa z niego wartosci stanu
uktadu, ktore podawane sg na wejscie sieci. Powigzanie tego typu nosi miano ,Series-Parrallel”

(SP).

x(t) Warstwa ukryta Wii',rs.twa
wyjsciowa

4 .

2 10

Rysunek 2.7.: Struktura powiazan ,Series Parallel” (SP) sieci typu NNARX

Modyfikacja polegajaca na wyprowadzeniu wartosci estymowanej z wyjscia sieci, a nastepnie
podaniu jej na wejscie sieci w miejsce wektora stanu pobranego z zewnetrznego modelu nosi
miano ,Parallel]”. W takim przypadku pojawiaja sie jednak dwa problemy. Po pierwsze,
podobnie jak w przypadku sieci typu NNARMAX, nie jest mozliwe nauczenie sieci typu
,Parallel]” w sposéb bezposredni, z uwagi na brak powigzania z rzeczywistym modelem w
poczatkowym stadium uczenia. Rozwigzanie w tym wypadku polega na nauczeniu najpierw
sieci z powigzaniem typu SP, a nastepnie przetransformowanie juz nauczonej sieci do postaci
P poprzez modyfikacje powigzari pomiedzy warstwami.

Po drugie, w przypadku powigzania typu P, jezeli sie¢ nie jest dostatecznie dobrze nauczona,
albo wartosci stanu uktadu zbliza sie do wartosci granicznych (wynikajacych z probek stuza-
cych do uczenia sieci), mozliwym jest, ze bledy wynikajace z niedokladnosci sieci nawarstwia
sie, a co za tym idzie wartosci wyjsciowe sieci stang sie rozbiezne z rzeczywistymi. Jedynym
rozwigzaniem w takim wypadku, jest poréwnanie odpowiedzi sieci z rzeczywistym stanem

modelu, w celu upewnienia sie o prawidtowym jej funkcjonowaniu.
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Warstwa ukryta Warstwa
wyjsciowa

Rysunek 2.8.: Struktura powigzan ,Parallel” sieci typu NNARX

Ogodlne wprowadzenie do rodzajéw sygnatéw wymuszenia wykorzystywanych do uczenia

sieci

Ponizej przedstawione zostaly podstawowe metody generacji sygnatéw wymuszenia. Zaréwno
wielkosdci wejsciowe (wymuszenie) jak i wyjsciowe (odpowiedz) w ten sposob uzyskane, wyko-

rzystywane sa nastepnie w procesie nauki odpowiedniej sieci neuronowej.

e Generacja ze stalym krokiem

Zatozenie metody generacji sygnatu wymuszenia ze stalym krokiem jest proste - nowa
wartosé sygnatu losowana jest sposrod wartosci ze zdefiniowanego przedziatu, co stala
(odgornie zadana) liczbe probek. Jednakze pomimo swojej prostoty, metoda ta nie
jest czesto stosowana do generacji wzorcow uczacych, gtéwnie z uwagi na pomijanie
niektorych czestotliwosci w wygenerowanym sygnale, bedace wynikiem zastosowania
stalego, a nie losowo zmiennego kroku czasowego. Na rysunku 2.9 przedstawione sa
dwa wygenerowane ta metoda sygnaly, réznigce sie miedzy soba iloécig probek ¢, co

ktore losowana jest nowa wartosé sygnatu.

e Generacja ze zmiennym krokiem

W przypadku generacji sygnatu ze zmiennym krokiem czasowym, koniecznym jest zde-
finiowanie minimalnej oraz maksymalnej wartosci probek, przy ktorych nastepowac be-
dzie zmiana wartogci sygnatu. Za kazdym razem, gdy zmiana taka nastepuje, z podanego
zakresu losowana jest jedna warto$é¢, ktora determinuje dla ilu kolejnych probek war-
tos¢ sygnalu pozostanie niezmieniona. Przyklad sygnaléow wygenerowanych ta metoda
przedstawia rysunek 2.10. Zaznaczy¢ nalezy, iz dla przedstawionego przykladu zalozono

jednorodny rozktad prawdopodobienistwa dla wartosci z losowanego przedziatu.
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Rysunek 2.9.: Przyktadowy sygnal ze stalym krokiem czasowym zmiany c

a) zmiana co 5 probek
b) zmiana co 10 probek

a) ; r=1-4 b) ; r=3-10
0.5 1 05
s 0 s 0
0.5} -0.5 |
1 . -1
0 20 40 60 80 100 0 20 40 60 80 100
liczba probek liczba probek

Rysunek 2.10.: Przyktadowy sygnatl ze zmiennym krokiem czasowym zmiany, z losowego prze-

dziatu r
a) zmiana co 1 - 4 probek
b) zmiana co 3 - 10 probek

e Generacja ze zmiennym krokiem, parametr a,.

Podobnie jak i w przedstawionej powyzej metodzie generacji sygnatu ze zmiennym kro-
kiem, zmiana wartosci nastepuje co losowo wybrang liczbe probek. Roéznica w tym
wypadku polega na uzaleznieniu tej zmiany nie od wartosci losowanej z zadanego prze-
dziatu, lecz od wybranego odgoérnie parametru «,. Dla kazdego kroku czasowego ot
losowana jest wartos¢ « z przedziatu (0, 1). Jezeli a < a, wartosé sygnaltu pozostaje nie-
zmieniona, w przeciwnym wypadku losowana jest nowa warto$¢. Rysunek 2.11 obrazuje
w jaki sposéb zmiana parametru o, wyplywa na ostateczny wyglad wygenerowanego
sygnatu.
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a) a =0.2 b) a =04
1 1
05 f ] 0.5
] 0 =] 0
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1 1
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0.5 | ] 0.5
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Rysunek 2.11.: Przyktadowy sygnal ze zmiennym krokiem czasowym zmiany, uzaleznionym
od parametru o
a) ap =0.2,b) o, =04, ¢) ap, =0.6,d) o, =0.8

¢ Wymuszenie typu ,,chirp”

W przeciwienistwie do przedstawionych powyzej wymuszen, wymuszenie typu ,chirp” nie
jest losowe, lecz w pelni zdeterminowane - przedstawi¢ je mozna za pomoca nastepujacej

formuty:

u(t) = ug + Asin(27 ft) = uo + Asin |27 (fo + (fr — fo)%)t (2.10)

gdzie ug i A - to odpowiednio - wartosé srednia i amplituda wymuszenia, natomiast fj,
fr 1T to kolejno czestotliwos$é poczatkowa, czestotliwosé konicowa oraz czas przejscia od
poczatkowej do konicowej czestotliwosci. Wymuszenie tego typu znajduje swoje zastoso-
wanie w uczeniu sieci neuronowej gtéwnie z uwagi na mozliwos$¢ zawarcia w nim pelnego
zakresu czestotliwosci dla konkretnego przypadku uczenia. Przykltadowe wymuszenie

typu ,chirp” przedstawione jest na rysunku 2.12.
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a) chirp 0 -2 Hz b) chirp 0 - 5 Hz

0 50 100 150 200 250 0 50 100 150 200 250
liczba probek liczba probek

Rysunek 2.12.: Wymuszenie typu ,chirp”
a) zmiana w zakresie 0 — 2 Hz
b) zmiana w zakresie 0 — 5 Hz

2.3. Algorytmy uczenia sieci neuronowych

Ostatnim z krokéw niezbednych do nauczenia sieci neuronowej, jest dob6r adekwatnego algo-
rytmu uczacego, ktéry bazujac na przygotowanych uprzednio wzorcach uczacych doprowadzi
do minimalizacji btedu sieci, poprzez stopniowa modyfikacje jej macierzy wag Wy,. Najczesciej
stosowanym kryterium optymalizacji w przypadku dynamicznych sztucznych sieci neurono-
wych jest kryterium minimalizacji btedu $redniokwadratowego, zapisywane dla ukladow o

jednym wyjéciu zazwyczaj w postaci formuty [12]:

1 & 1 &
F=_— = —)? 2.11
2Nn§:jle QN;[y il (2.11)

gdzie N jest iloscia wzorcoéw uczacych, natomiast y oraz g to odpowiednio warto$¢ wyjsciowa
z modelu oraz wartos¢ wyjéciowa z sieci. Warunek ten jest czesto stosowany w uczeniu sieci
neuronowych z uwagi na prostote jego implementacji w algorytmach stuzacych do modyfikacji
poszczegbdlnych wartoéci macierzy wag. W przypadku, gdy wyjscie uktadu nie jest skalarem

lecz wektorem, kryterium minimalizacji zaktada sie w formie:

1 1
J o — Te—= _— — 91"y =3 2.12
5N n§1e e=5N n§1[y 'y — ¥l (2.12)

Na potrzeby niniejszej pracy zaimplementowano oraz przetestowano szereg tego typu algo-
rytmoéw, poczynajac od algorytmu gradientowego spadku, przez klasyczny algorytm Gaussa -
Newtona, zmodyfikowana jego wersje (quasi-Newtona), oraz algorytm Lavenberga - Margqu-
artda ze zmiennym krokiem zbieznosci [36]. Wszystkie wymienione algorytmy dzialaja na za-
sadzie ,propagacji wstecznej”, co oznacza ze btad wyjsciowy propagowany jest wstecz poprzez
wszystkie warstwy sieci (wyj$ciowa i ukryte), gdzie nastepnie na jego bazie dokonywana jest

modyfikacja macierzy wag pomiedzy warstwami. W zalaczniku przedstawiono doktadny opis
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dla podstawowego algorytmu gradientowego spadku. Pozostate algorytmy stanowia rozszerze-
nie tego algorytmu, w szczeg6lnosci rozpatrujac sredniokwadratowe kryterium minimalizacji z
wykorzystaniem aproksymacji drugiego, a nie pierwszego rzedu. Oznacza to, ze w kryterium
oprocz pochodnych czastkowych pierwszego rzedu (skladajacych sie na gradient), pojawiaja
sie rowniez pochodne czastkowe rzedu drugiego, zebrane w tak zwang macierz Hessego. Do-

ktadny opis tych algorytmow znalez¢ mozna w literaturze [10], [37], [38].

2.4. Emulacja neuronowa na przyktadzie wybranych modeli

dynamicznych

Bazujac na przedstawionych powyzej informacjach na temat modeli, struktury oraz algoryt-
mow uczenia dynamicznych sztucznych sieci neuronowych, niniejszy podrozdzialt zawiera przy-
ktady emulacji neuronowej dla szeregu wybranych modeli uktadéw dynamicznych, zaré6wno
liniowych jak i nieliniowych. Emulowane modele to kolejno nieliniowe wahadlo matematyczne,
giroskop o dwoch stopniach swobody oraz belka typu ,smart” z piezoelektrycznymi czujnikami
i aktuatorami. Kazdy z przedstawionych modeli znajdzie réwniez swoje rozszerzenie w roz-

dziale po$wieconym sterowaniu neuronowemu.

2.4.1. Wahadto matematyczne

Pierwszym z modeli dynamicznych wybranych na potrzeby zaprezentowania uczenia oraz do-
ktadnosci emulacji za pomoca sieci neuronowych, jest model wahadla matematycznego (Rys.
2.13). Wybor ten podyktowany zostal w gltownej mierze checig zbadania nieliniowych zacho-
wan dynamicznych wahadta oraz sprawdzenia zakresu i mozliwosci emulacji wspomnianych

zachowan przez sie¢ neuronowa.

NONONANNN

Rysunek 2.13.: Model wahadla matematycznego

Rownanie nieliniowe modelu (z pominieciem elementéw dyssypacyjnych) przedstawi¢ mozna

w nastepujacej postaci:
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gdzie [ i m - dlugosé i masa wahadta, g - przyspieszenie ziemskie, natomiast M - wymuszenie w
postaci momentu, przytozone zgodnie z katem ¢. Po linearyzacji wokot punktu zerowego (od-
powiadajacemu katowi ¢ = 0 rad), zlinearyzowane réwnanie jednorodne wahadla przyjmuje

postac:

d3+%¢:0 (2.14)

7 réwnania 2.14 w bezposredni sposdb wyznaczy¢ mozna czesto$¢ wlasng drgari wahadta,
ktora w zakresie liniowym jest stata i zalezna wytacznie od dlugosci wahadla [ oraz wartosci

przyspieszenia ziemskiego g:

w=4]~- (2.15)

Wyznaczenie czestosci wlasnej wahadta w ujeciu nieliniowym stanowi bardziej ztozony pro-
blem - jego rozwigzanie znalez¢ mozna przykladowo w pracy [39]. Z rozwigzania réwnania
(2.13) w postaci jednorodnej oraz przy dodatkowym zalozeniu zerowej predkosci poczatkowej
dla kata ¢, wynika ze okres drgani wahadta, a co za tym idzie réwniez jego czestosé wlasna,
zaleza od przyjetych warunkéw poczatkowym, w tym wypadku od wartosci poczatkowej kata

¢. Wzor na okres drgan otrzymuje sie w postaci calki eliptycznej

- 2\/>/ \/Sm2 P (2.16)

2

ktora to po dodatkowych przeksztalceniach rozwingé¢ mozna ostatecznie do postaci nastepu-
jacej sumy nieskoriczonej:

l %o 2 4
T=2 1 n? =4
71'\/; + <2> 5 —|—<2 4> sin 5 +

gdzie ¢q jest katem poczatkowym wahadta. Celem naszym w tym przypadku jest sprawdzenie

(2.17)

czy emulator neuronowy nauczony w pelnym zakresie katowym wahadta jest w stanie w do-
ktadny sposéb odtworzy¢ nieliniowe jego zachowanie. Na potrzeby obliczen zalozono dtugoéé

wahadta [ = 0.2 m, natomiast jego mase przyjeto rowna m = 0.1 kg.

Uczenie sieci neuronowej

Przed przystapieniem do uczenia sieci neuronowej, konieczne jest wygenerowanie wzorcow,
na bazie ktérych sie¢ zostanie nauczona. W tym przypadku wymuszenie momentem M wy-
generowane zostalo za pomoca metody ze zmiennym krokiem przy parametrze o, = 0.65.

Odpowiedz uktadu wyznaczono na bazie modelu matematycznego z wykorzystaniem metody
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Rungego-Kutty 4-go rzedu, z krokiem czasowym At = 10 ms. Wzorce uczace w ten sposob

wygenerowane pokazane sg na rysunku 2.14

|
-

t[s]

_4 '} 1 1 1
0 5 10 15 20 25

t[s]
Rysunek 2.14.: Wygenerowane wzorce uczace dla wahadta matematycznego

Zaktadajac model sieci typu NNARX 15-1 (15 neuronéw w warstwie ukrytej, 1 neuron w
wyjsciowej) oraz identyczng ilo$¢ regresoréow dla wymuszenia oraz dla polozenia kata ¢ (k =
m = 2), mozna przystapi¢ do uczenia sieci. Ponizej (Rys. 2.15) przedstawiona jest krzywa
uczenia emulatora, z wykorzystaniem metody uczenia Lavenberga-Margquardta z warunkiem
minimalizacji bledu §redniokwadratowego. Warunek maksymalnej ilosci epok uczacych (1000)
zostatl na sie¢ narzucony odgoérnie. Przy tym warunku wyraznie widaé¢ zbieznos$¢ rozwigzania
sieci, wlacznie z gwaltownym oraz stopniowym wzrostem doktadnosci uzyskiwanym przez sie¢

w odpowiednio poczatkowej oraz kolejnych fazach uczenia.

Emulator neuronowy wahadta

Rysunek 2.16 przedstawia wykresy odpowiedzi sieci neuronowej emulujacej nieliniowg dyna-
mike analizowanego wahadta matematycznego. 7Z wykreséw tych widac¢, ze okres drgan emu-
latora zalezny jest od poczatkowego potozenia kata ¢, a jego wartosé¢ pokrywa sie z wartosciag
otrzymang z rozwiazania analitycznego (2.17). Wyznaczone wartoéci okresu oraz czestosci

wtasnych dla przedstawionych polozen startowych kata ¢ zebrane zostaly w tabeli 2.1.
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Rysunek 2.15.: Krzywa uczenia emulatora neuronowego wahadla matematycznego (btad

sredniokwadratowy)
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Rysunek 2.16.: OdpowiedZz emulatora neuronowego wahadla matematycznego przy réznych
warunkach poczatkowych (polozenie startowe ¢y)
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Tablica 2.1.: Wartosci okresu i czestosci wlasnych wahadta, przy zadanych poczatkowych po-
tozeniach kata ¢

¢o [rad] | T [s] | w [rad/s]
/8 0.905 6.396
7/4 | 0932 | 6.734
/2 1.056 5.950

2.4.2. Giroskop

Drugim z modeli rozpatrywanych pod katem emulacji neuronowej jest giroskop w zawieszeniu
Cardana o dwoch osiach obrotu przedstawiony na rysunku 2.17 [40]. Opis oraz zachowanie dy-
namiczne tego typu giroskopow sa szeroko dostepne w literaturze 41|, [42], [43], [44], wlacznie
z publikacjami po$wieconymi implementacji klasycznych metod sterowania do zmiany orien-

tacji katow ramki wewnetrznej i zewnetrznej [42], [45].

‘3¢

Rysunek 2.17.: Model giroskopu w zawieszeniu Cardana z dwiema osiami obrotu

Model giroskopu wybrany zostal na potrzeby emulacji oraz sterowania neuronowego z uwagi
na wystepujacy w nim efekt giroskopowy. Wraz ze wzrostem predkosci katowej wirnika giro-
skopu, zwiekszeniu ulega rowniez jego czestos¢ wlasna, w zwiazku z tym zwieksza sie stopien
trudnosci aktywnego sterowania. Dodatkowa zaleta wybranego modelu jest jego zachowa-

nie nieliniowe, co pozwala na przetestowanie zaré6wno emulacji jak i skutecznosci sterowania
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neuronowego w pelniejszym nieliniowym zakresie.
Nieliniowe réwnania dynamiki przedstawionego giroskopu, z ich wyprowadzeniem za po-

moca metody d’Alemberta, zostaly podane w pracy [41] i maja one postac:

{ Ly + hj cos ? + (I, — I,)¢* sind cos ) = M, (2.18)

(Ioz + I. cos? ¥ + I, sin® 79)1[} — hi cos ¥ + 2(1, — IZ)W sinv cos?d = Mz

gdzie ¥ i 1 s odpowiednio katami obrotu ramki wewnetrznej i zewnetrznej, I, I, oraz I,
to momenty bezwtadnosci ramki wewnetrznej i wirnika wokét osi x, y i z, I,z - moment
bezwladnosci ramki zewnetrznej wzgledem osi Z, natomiast M, oraz My - wymuszenia w
postaci momentow przytozone wzgledem osi y i Z. Parametr h w réwnaniu (2.18) jest to

moment pedu wirnika i moze by¢ przedstawiony za pomoca zaleznoéci:

h=I.n (2.19)

w ktorej I, jest momentem bezwladnodci wirnika, natomiast n jest predkoscia katowsa wiro-
wania.

Na potrzeby niniejszej emulacji, przyjeto nastepujace parametry giroskopu:

I, =16-10""kg-m? I,=1.2-10"" kg - m?
I,=12-10"%*kg -m? I, =10"*kg-m?, I,;, =107 kg - m?

Ponadto, w celu uproszczenia modelu, zatozono ze predkos¢ katowa wirnika n jest stata i
niezmienna w czasie, wymuszenie w postaci momentu M, przylozone jest wylgcznie wzgledem
osi y, moment Mz jest natomiast pominiety.

Podobnie jak w przypadku emulacji wahadta matematycznego, wzorce uczace wygenero-
wane zostaly wykorzystujac model giroskopu, korzystajac z metody Rungego-Kutty z kro-
kiem czasowym At = 0.1 ms oraz przyjmujac ze moment M, zawiera si¢ w przedziale
(—10_4, 10_4) Nm. Przyktadowa odpowiedz giroskopu, w postaci kata nutacji ¥ oraz pre-
cesji 1, na wymuszenie momentem skokowym M, = 1075 oraz M, = 10~* Nm przy predkosci

katowej wirnika wynoszacej n = 100 rad/s, przedstawiona jest na rysunku 2.18.

Emulator giroskopu

Na potrzeby emulacji neuronowej giroskopu, przetestowano wszystkie z zaprezentowanych
uprzednio modeli sieci: NNFIR, NNARX oraz NNARMAX. Dla kazdego z modeli przyjeto
identyczng ilo§¢ regresoréw: k = 2, m = 2 oraz r = 2. Jak mozna sie bylo spodziewa¢ emulacja
neuronowa nie powiodta sie w przypadku sieci NNFIR. W pozostatych przypadkach, sie¢ byta
w stanie poprawnie nauczy¢ sie zachowan dynamicznych giroskopu oraz emulowaé je z dobra

doktadnosciag w zakresie katowym, w ktérym przeprowadzono uczenie sieci.
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Rysunek 2.18.

kat nutacji # [rad]

b)

kat nutacji # [rad]

: Odpowiedz giroskopu w postaci katéw nutacji ¥ oraz precesji ¢ na wymuszenie
skokowym momentem M,
a) n
b) n

=100 rad/s, M, = 107% Nm
=100 rad/s, M, = 10~* Nm
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Rysunek 2.19.: Odpowiedz giroskopu (niebieska linia) oraz emulatora (czerwona linia) w po-

staci katow nutacji ¥ oraz precesji ) na wymuszenie skokowym momentem

My
a) n = 1000 rad/s, M, = 107 Nm
b) n = 1000 rad/s, M, = 107> Nm
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Na rysunku 2.18 przedstawiono odpowiedZ emulatora neuronowego oraz giroskopu na wy-
muszenie stalym momentem M,. 7 rysunku tego wida¢, ze w przypadku gdy odpowiedz
emulatora (kat nutacji ¢ oraz precesji ¢) zawiera sie w przedziale, w ktorym sie¢ zostala na-
uczona, wykresy otrzymane z emulatora neuronowego pokrywaja sie z wykresami uzyskanymi
w wyniku catkowania réwnan ruchu 2.18. W momencie gdy zakres ten zostanie przekro-
czony, odpowiedz emulatora zaczyna rozbiega¢ sie¢ z warto$ciami wyznaczonymi z modelu
(Rys. 2.19 b). W przypadku dyskutowanej emulacji, zdecydowano sie na ograniczony zakres
uczenia sieci, gtéwnie w celu zaprezentowania ograniczeni narzuconych na emulator neuronowy
wynikajacych z przyjetych kryteriow i parametréw jego nauki. Szerszy zakres uczenia giro-
skopu zawarty jest w dalszej czeéci pracy, w rozdziale poswieconym neuronowym metodom

jego sterowania.

2.4.3. Belka typu ,smart”

W celu zbadania procesu emulacji w przypadku ukladu o parametrow roztozonych (uktadu
cigglego), w obecnym punkcie bedzie rozwazany model belki wspornikowej z elementami pie-
zoelektrycznymi umieszczonymi w sasiedztwie punktu utwierdzenia belki wspornikowej, po-
kazany na rysunku 2.20. Belka taka nosi niekiedy miano ,belki inteligentnej” (ang. ,smart
beam”), z uwagi na wykorzystanie elementow piezoelektrycznych oraz metod aktywnego ttu-
mienia drgan. Piezoelektryki dzialaja w badanym uktadzie na zasadzie powiazanej pary -

jeden z nich funkcjonuje jak czujnik (S), drugi jako aktuator (A) [27].

y

Rysunek 2.20.: Uproszczony model belki wspornikowej z elementami piezoelektrycznymi (A -
aktuator, S - czujnik) oraz przedwzmacniaczem tadunku (Cf)
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Wymiary oraz wtasnodci materiatowe belki dla podanej analizy zostaty przyjete jak naste-

puje:

L=1.5-10"1 m — dtugosc belki
h=1.5-10"2 m — szerokos¢ belki
b=10"2 m — wysokos¢ belki
p=19-103 kg/lrn3 — gesto$¢ materiatu belki,
E =2.1-10" N/m? — modut Younga

Roéwnania dla piezoelektrycznego aktuatora i czujnika, przedstawi¢ mozna odpowiednio w

nastepujacej postaci |27]:

M(t) = cVq(t) (2.20)
Vi(t) = s 6W(§)}((,t) B awg;,t) (2.91)

Rownanie 2.20 opisuje zaleznos¢ pomiedzy napieciem V,(t) przytozonym do aktuatora pie-
zoelektrycznego A, oraz wytworzonym w wyniku tego dzialajacym na koncach aktuatora
momentem zginajacym M (¢) proporcjonalnym do wartosci przyltozonego napiecia. Z kolei
rownanie 2.21 definiuje zaleznosé¢ pomiedzy katem ugiecia na obu koricach piezoelektrycz-
nego czujnika (x4, xp) oraz wygenerowanym w wyniku tego odksztalcenia napieciem Vi(t).
Wartosci wspotezynnikéw proporcjonalnosci ¢ i s wystepujacych w rownaniach 2.20 i 2.21 s3

okreslone przez nast¢pujace wyrazenia [27]:

c= Ep ‘d31‘ bp(h + hp)
2

(2.22)

_ Ep |d31| bp(h + hp) 1
5= 5 c; (2.23)

gdzie h oznacza wysokos¢ belki, F, i d3; odpowiadaja modutowi Younga oraz stalej piezo-
elektrycznej czujnika i aktuatora, natomiast by, i h, sa odpowiednio szerokoscig i wysokoscia
elementow piezoelektrycznych. Parametr C'y wystepujacy w rownaniu 2.23 oznacza pojemnosé
elektryczna przedwzmacniacza tadunku widocznego na rysunku 2.20. Na potrzeby niniejszej

analizy wartosci podanych parametréw przyjeto w nastepujacy sposob:

E, =50-10° N/m?, ds; = —150- 1072 C/V, by, = 1072 m,
hp=15-10"%m, l,=2-10"%m, Cr=10""C

Dodatkowe informacje na temat elementow piezoelektrycznych oraz ich zastosowan jako

czujnikow i aktuatorow w uktadach inteligentnych, dostepne sa w literaturze [27], [46], [47].
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Uproszczenia modelu belki inteligentnej

Na potrzeby generacji probek uczacych dla emulatora neuronowego, przeprowadzono szereg
dodatkowych uproszczert dla modelu belki przedstawionego na rysunku 2.20. Pierwszy z
krokéw polegal na dyskretyzacji cigglego modelu belki wspornikowej, korzystajac z metody
elementéw skonczonych.

Belka podzielona zostala na N elementéw o réwnej dtugosci - pojedyiiczy element skonczony
pokazano na rysunku 2.21. Dla kazdego elementu zdefiniowane zostaty cztery zmienne lokalne:

po jednym przemieszczeniu i kacie obrotu, na poczatku i na koricu elementu skoniczonego.

o.( = é 392

W, w(x,t)

Rysunek 2.21.: Zalozone przemieszczenia w oraz katy obrotu ¥ weztow dla pojedynczego ele-
mentu skoriczonego belki

Macierze mas i sztywnosci dla pojedynczego elementu, dla przypadku belki zginanej przy-

jeto w postaci [48]:

156 22 54 —13
_pAle |22 4 13 -3
420 | 54 13 156 —22
—-13 -3 —-22 4

z parametrem [, odpowiadajacym dlugosci elementu skoriczonego oraz parametrami A i [
bedacymi odpowiednio polem przekroju poprzecznego belki oraz momentem bezwladnosci
przekroju wzgledem osi belki. Dokonujac agregacji otrzymanych macierzy mas M, i sztywno-
Sci Ke poszczegbdlnych elementéw otrzymano macierze globalne M i K catej belki. Uwzgled-
niajac warunki brzegowe, zdyskretyzowane réwnanie dynamiki przedstawi¢ mozna w postaci

macierzowej:

Mvw + Kw = F(t) (2.24)
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gdzie w jest globalnym wektorem przemieszczen oraz katéw obrotu:

T

W:|:w1 91 w2 (92 ... WN 9]\[ ONx1 (2.25)

powstalym w wyniku agregacji wspotrzednych lokalnych poszczegdlnych elementéw. Roz-
miary uzyskanych w wyniku agregacji globalnych macierzy mas M i sztywnoéci K, zaleza
od liczby elementéw skonczonych, na ktére zostata podzielona belka podczas dyskretyzacji.
Co za tym idzie, wraz ze wzrostem liczby elementow skoniczonych wzrasta réwniez ilosé row-
nari opisujacych dynamike belki. Rownanie (2.24) przeksztalci¢ mozna nastepnie do postaci
rownania stanu, ktére w powiazaniu z wlasciwie dobranym réwnaniem wyjscia, daje uktad

roéwnan:

(2.26)

z=Az+ Bu+ Es
y = Cz

gdzie z jest wektorem stanu ukladu u - sygnatem sterujacym, natomiast s wymuszeniem

zewnetrznym. Macierze A, B, C oraz E dla podanego uktadu zdefiniowane sa w postaci:

_ 02 x2N Ionxon
M 1Konxon Oanxan AN AN
o
) ¢
B — bCL ba = —
le
O] v
s
C f :| = —
0 Cs 1xan’ 01,
F
E= |ean_1 ean—1 = F
- 0 - 4N x1

Wartosé b, i ¢ odpowiadaja za interakcje pomiedzy piezoelektrycznym aktuatorem badz czuj-
nikiem a belka wspornikowa, sg one zatem uwzglednione w macierzach B i C jako wyrazy
odpowiadajace polozeniom koricowych elementoéw piezoelektrycznych. Z kolei warto$¢ zabu-
rzenia egn_1 odpowiada wymuszeniu przylozonemu na koncu belki wspornikowe;j .

Jak mozna zauwazy¢ na przyktadzie przedstawionych macierzy, w szczegdlnogci macierzy

stanu uktadu A, rozmiar jej gwaltownie wzrasta wraz ze wzrostem liczby zastosowanych ele-
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mentéw skoriczonych. Rozwigzaniem zastosowanym w celu redukcji iloéci rownan dynamiki
belki, jest przetransformowanie zdyskretyzowanych globalnych macierzy mas M i sztywnosci
K do postaci w przestrzeni modalnej, a nastepnie zachowanie wylacznie réwnan odpowiada-
jacych n najnizszym czestosciom wlasnym ukladu. Dodatkowsq zaleta przejscia do przestrzeni
modalnej, jest mozliwos¢ wprowadzenia do réwnan dynamiki uktadu dodatkowej macierzy
modalnej ttumienia C, opisujacej dyssypacje energii w belce przy zalozeniu wiskotycznego
charakteru tlumienia. Przej$cie do przestrzeni modalnej usyskuje sie poprzez zastosowanie

przeksztalcenia:

z = Vz

z = [w(x,t)] Ze = F(t)] V=
W(‘r’t) AN X1 f(t) AN x1

gdzie macierz T jest macierza zlozona z wektorow wtasnych jednorodnego réwnania (2.24),

Tonxon Oanxon (2.97)

02N x2N T2N><2N] AN AN

utozonych zgodnie z warunkiem wzrostu odpowiadajacych im wartoéci wtasnych. Réwnania
stanu i wyjscia dla tak zdefiniowanych wektoréw i macierzy, przeksztalcaja sie zatem do

postaci:

{ Z¢ = Amz¢ + Bjmu+ Eps (2.28)

y=Cmz¢
gdzie:

An=V 1AV, B,=V'B
Cn=CV, E,=VE
Ostateczna posta¢ macierzy modalnej A, z uwzglednieniem modalnej macierzy ttumienia

C powstalej poprzez dolaczenie thumienia modalnego do rozprzezonych w wyniku przejscia

do przestrzeni modalnej rownan stanu, wyglada zatem nastepujaco:

0 I
Am _ 2N xX2N 2N xX2N (2.29)

_ 02 _
D%nxan —CoanxaN | voan

z macierza kwadratéw czestosci wtasnych 92 oraz macierza ttumienia C w postaci:

w? ... 0
Q=1 - (2.30)
0 w%N
2w1G1 0
C = : : (2.31)
0 coo 2wonCan
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z czestosciami wlasnymi wy, ulozonymi w kolejnosci rosnacej wzdtuz przekatnych obu macierzy.

Jak wczedniej wspomniano podane macierze modalne na potrzeby analizy oraz generacji
wzorcow uczacych zredukowa¢ mozna dodatkowo do postaci uwzgledniajacej wylacznie m
pierwszych form wtasnych. Przyktadowo, ponizej pokazana jest macierz modalna Ay, juz po

wspomnianej redukcji:

(2.32)

Q mxXm Cme

Am — [ Ome Ime

2mx2m

Na rysunku (2.22) pokazane jest poréwnanie wykresow Bode’go wzmocnienia i fazy w zakre-
sie 10° — 10* rad/s, dla pelnego uktadu (linia ciggta) oraz dla uktadu po redukeji do czterech
pierwszych form wtasnych (linia przerywana). Z poréwnania wykreséow widac, ze charaktery-
styka uktadu po redukcji jest zblizona do charakterystyki uktadu przed redukcja, a co za tym
idzie mozliwe jest zastosowanie jej do naszych potrzeb w zaprezentowanym powyzej zakresie

czestoscl.

Wvykresy Bodego

50

-80

Amplituda [dB]

-100

90+

Faza [deq]

135

Wy o

80k L L T AT Lo
10° 10" 10° 10° 10"

Czestosd [rad/s]

Rysunek 2.22.: Poréwnanie wykresu Bode’go wzmocnienia i fazy dla belki wspornikowej przed
redukcja (czarna ciggla linia) i po redukcji modalnej z uwzglednieniem 3 pierw-
szych form wtlasnych (czerwona przerywana linia)

Emulator neuronowy belki inteligentnej

Wezorce uczace zastosowane do nauczenia sieci neuronowej wygenerowano korzystajac z przed-

stawionego powyzej uproszczonego modelu sieci neuronowej przy zatozonej redukcji do pierw-
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szej formy wtasnej oraz thumieniu modalnym ¢ = 0.005. Standardowo, wygenerowane wzorce
poddane zostaly normalizacji w celu unikniecia wplywu duzych wartosci na proces ucze-
nia sieci, przy jednoczesnym przyspieszeniu zbieznoéci rozwiazania oraz wzroscie doktadnosci
emulacji nauczonej sieci.

Uproszczony schemat wejs¢ i wyjs¢é dla modelu belki inteligentnej pokazany jest na rysunku
2.23. Standardowo belka uczona jest na bazie wartosci V;, oraz V,y:, bedacymi odpowiednio
napieciem podawanym na aktuator piezoelektryczny oraz napieciem wyjsciowym z czujnika
piezoelektrycznego. Zaréwno wymuszenie zewnetrzne F' jak i przytozone do aktuatora pie-
zoelektrycznego napiecie V;, maja wplyw na warto$¢ przemieszczenie konca belki d, a co za

tym idzie rowniez na wartos¢ napiecia wejsciowego V,,; na czujniku piezoelektrycznym.

FINI  'moper | _9Iml |
Vin[\/] Vout[\/] N

Rysunek 2.23.: Uproszczony schemat wymuszen (wejs¢) i odpowiedzi (wyjs$¢) modelu belki
inteligentnej z piezoelektrykami

Dla podanego przypadku emulacji neuronowej zdecydowano sie na zastosowanie sieci typu
NNARX. Parametry wybrane do nauczenia podanej sieci neuronowej zebrano w ponizszej
tabeli:

czestotliwosé probkowania fs = 1000 Hz
liczba probek N = 2000

liczba regresoréw wymuszenia k=2

liczba regresoréw stanu m=2
algorytm uczenia sieci Lavenberga-Margquardta
wskaznik jakosci uczenia mse (mean square error)
liczba cykli uczenia 5000

zalozona dokltadnos¢ sieci le-13

Krzywa uczenia dla emulatora belki inteligentnej pokazana jest na rysunku 2.24. Na ry-
sunku obok krzywej uczenia (,Train”) przedstawione sa rowniez dwie inne krzywe (,,Validation”
oraz ,Test”). Zazwyczaj przy uczeniu sieci neuronowej, wzorce uczace dzielone sa na trzy wy-
mienionie podgrupy. Pierwsza z nich, czyli ,/Train” odpowiada wtasciwym wzorcom zastoso-
wanym do nauczenia sieci. Druga, czyli ,Validation” stuzy do weryfikacji stopnia przeuczenia
sieci, wstrzymujac dalszy proces uczenia w przypadku gdy stopieri ten zostanie przekroczony.

Ostatnia z grup nie bierze udzialtu w procesie nauki sieci, jej celem jest natomiast sprawdzenie
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doktadnodci dziatania juz nauczonej sieci, z wykorzystaniem innych probek niz zastosowane
we wzorcach uczacych. W przypadku emulacji belki inteligentnej, dostepne wzorce podzielono

w proporcji 6:2:2.

100 | Uczenie
Walidacja |
;‘ Test
£ i
< e
® 10 E
= :
- .
2 i
} = .
=] .
@ .
‘A :
- 10" ;
m .
g '
m oo, e
i

| 1 1 1 1 1 | 1 |
0 500 1000 1500 2000 2500 3000 3500 4000 4500 5000
Liczba epok uczacych

Rysunek 2.24.: Krzywa uczenia emulatora neuronowego belki inteligentnej

Wykresy na rysunku 2.25 obrazuja odpowiedz emulatora belki inteligentnej na wymuszenie
skokiem sity o wartosci 1 N. Jak wida¢ z wykreséw bledu, réznica pomiedzy odpowiedziag
uzyskana z modelu belki oraz odpowiedzig z jej emulatora jest znikoma (ok. 0.1%) w stosunku
do wtasciwej odpowiedzi, mozna zatem na tej podstawie przyja¢ zalozenie, ze sie¢ zostala
poprawnie nauczona dla pierwszej formy wlasnej przy zalozonych dla niej uproszczeniach oraz
w przyjetym podczas nauki zakresie jej dziatania. Wyzsze formy wtasne belki dyskutowane
beda w dalszej czedci pracy przy okazji przedstawienia mozliwosci aktywnego neuronowego

ttumienia jej drgan.
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Rysunek 2.25.:

Odpowiedz skokowa emulatora belki inteligentnej na wymuszenie sygnatem
skokowym o wartosci 1 N

a) przemieszczenie korica belki

b) napiecie wyjsciowe z czujnika piezoelektrycznego

c) btad pomiedzy przemieszczeniem korica belki wyznaczonym z modelu i z
emulatora

d) blad pomiedzy napieciem wyjsciowym z czujnika piezo wyznaczonym z
modelu i z emulatora
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3. Sterowanie neuronowe

Podobnie jak w przypadku opisywanych w poprzednim rozdziale emulatoréw neuronowych,
réznorodnosé oraz zakres zastosowan sieci stuzacych do regulacji oraz sterowania wybranymi
procesami badz obiektami dynamicznymi jest obszerny. W literaturze dostepna jest znaczna
ilo§¢ prac poswieconych zagadnieniu sterowania neuronowego, poczynajac od tych gdzie sie¢
neuronowa emuluje zachowanie juz istniejacego algorytmu sterujacego [49], poprzez sieci ste-
rujace typu rekurencyjnego [50], az po sieci ktorych zadaniem jest optymalizacja sterowania,
np. przez znalezienie optymalnych wartosci wzmocnienia Kp, Kj oraz Kp dla sterownika
typu PID [51].

Standardowo, metody sterowania neuronowego dziela sie na dwie podgrupy: tak zwane
sterowanie ,bezposrednie” oraz sterowanie ,posrednie”. Pierwsza z tych podgrup odpowiada
sytuacji, gdy sie¢ neuronowa uczona jest do roli elementu sterujacego, a zatem jest w stanie
w bezposdredni sposéb wpltywaé na zachowanie sterowanego uktadu. Do grupy tej zaliczamy
przykladowo sterowanie przez inwersje oraz sterowanie typu NARMA-L2. W drugiej z pod-
grup, sie¢ uczona jest jako suplement do istniejacego sterowania, gdzie zadaniem jej jest
optymalizacja parametrow algorytmu sterujacego. Wynika stad, ze nauczona sie¢ neuronowa
wplywa w sposob posredni na zachowanie uktadu. Przyktadem tego typu sterowania jest nie-
liniowe sterowanie predykcyjne, gdzie sie¢ neuronowa dzialajaca jako emulator sterowanego
obiektu, dokonuje predykcji jego zachowania dla kilku przysztych krokéw, na bazie ktoérych
optymalizowane jest zachowanie wtasciwego elementu sterujacego.

Dodatkowy podzial typoéw sterowania neuronowego dokonywany jest na bazie sposobu w
jaki sie¢ jest uczona. W podziale tym rozréznia si¢ uczenie typu ,off-line” oraz uczenie typu
yon-line”. W pierwszym z tych przypadkéw zaktada sie, ze sie¢ neuronowa nauczona jest wy-
tacznie raz na bazie dostarczonych do niej probek, natomiast w trakcie pracy jej struktura
oraz parametry (wartosci wag i odchylen) pozostaja niezmienione. W drugim przypadku, sie¢
douczana jest w sposob ciagly w trakcie pracy, na bazie stale dostarczanych do niej probek.
Pomijajac dodatkowo odmienny sposob uczenia, kazda z tych metod posiada swoje zalety
i wady: o ile w przypadku uczenia ,off-line” otrzymujemy kompletnie dziatajacy sterownik
neuronowy dla podanego uktadu, o tyle uczenie typu ,on-line” umozliwia dostosowanie ste-
rownika dla przypadku zmiany parametrow uktadu, kosztem jednak wymaganej wiekszej mocy

obliczeniowej oraz szybkosci przetwarzania danych.
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Rysunek 3.1.: Schemat ogélny uktadu ze sterowaniem neuronowym

Rysunek 3.1 obrazuje uproszczony schemat uktadu ze sterowaniem neuronowym. W ogoél-
nym przypadku sygnal sterujacy @ wyznaczany jest przez sie¢ na bazie k poprzednich wartosci
u, m poprzednich standéw wyjsciowych obiektu y oraz pozadanej wartosci stanu wyjsciowego

Yr, CO mozna zapisa¢ za pomoca ogélnej funkcji postaci:

ﬁ(t) = g(yr(t)vy(t - 1)7 e 7y(t - m),u(t - 1)7 e 7u(t - k)) (3'1)

Przed przystapieniem do uczenia regulatora neuronowego, koniecznym krokiem podobnie
jak przy emulacji neuronowej jest odpowiedni dobér parametréow zaréwno sieci jak i procesu
jej nauki. Krok ten jest niezbedny z uwagi na ztozong nature sieci, ktérych wtasciwe funk-
cjonowanie uzaleznione jest od szeregu réznych czynnikéw. Sposréd czynnikdéw, ktore zostaty

dokladnie opisane w poprzednim rozdziale rozpatrzy¢ nalezy:

e architekture sieci - w szczegoélnosci liczbe oraz wymiary poszczegdlnych warstw sieci
(zwlaszcza warstw ukrytych), liczbe regresoréw oraz typ funkcji aktywacji dla kazdej z

warstw

e dobér wzorcéw uczacych - ktore podobnie jak przy emulacji powinny obejmowaé

peten zakres, w ktéorym sie¢ ma dziala¢, w tym przypadku zakres jej sterowania

e dobdr algorytmu uczacego - z uwzglednieniem kryterium optymalizacji; kluczowym
jest osiagniecie odpowiedniego poziomu nauczenia sieci - w przypadku gdy sie¢ jest
niedouczona, sterowanie jest nieefektywne; z kolei dla sieci przeuczonej sterowanie jest

super-efektywne, lecz fizycznie nierealizowalne
Ponadto przy projektowaniu sterowania neuronowego, konieczne jest uwzglednienie:

e stopnia zlozonos$ci sterowania - przez co rozumie si¢ ilo§¢ zmiennych sterowanych
oraz wymuszen sterujacych, w najprostszym przypadku uktad SISO o jednym wejsciu i

jedynym wyjséciu, w bardziej ztozonym - MIMO o wielu wejsciach i wielu wyjsciach; jak
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to zostanie dalej przedstawione - niektore z typoéw sterowania neuronowego typu SISO,

rozszerzy¢ mozna po odpowiednich modyfikacjach na sterowanie typu MIMO

e architekture sieci sterujacej - w zaleznosci od potrzeb oraz rodzaju sterowanego
uktadu, architekture sieci sterujacej mozna wybra¢ sposrdd szeregu dostepnych typow
opisanych w literaturze [10], [12], [37]; wybor architektury sieci determinuje stopieni jej

ztozonodci, a co za tym idzie zakres mozliwych zastosowan

7 uwagi na obszerno$¢ zagadnienia sterowania za pomoca sztucznych sieci neuronowych, na
potrzeby niniejszej pracy podjeto decyzje o ograniczeniu iloéci stosowanych typow regulatordw
neuronowych, w zamian koncentrujac sie na implementacji oraz modyfikacji szeregu z nich na
potrzeby aktywnego ttumienia drgan uktadéw oscylacyjnych. Ponizej znajduje sie szczegotowy
opis typow architektury sieci dla algorytmoéw sterowania neuronowego wybranych na potrzeby

niniejszej pracy.

3.1. Architektura sieci wybranych algorytméw sterowania

neuronowego

Sposrod szeregu dostepnych w literaturze typoéw sterowania neuronowego, na potrzeby thtu-
mienia drgan uktadéw przedstawionych w niniejszej pracy zdecydowano sie za zastosowanie

pieciu wybranych algorytmoéw, kolejno:
e sterowania typu ,inverse” (inaczej: sterowania odwrotnego)

e sterowania typu ,NARMA-L2” znanego réwniez pod nazwa Feedback Linearization

czyli sterowania 7 linearyzacja w petli sprzezenia zwrotnego

e sterowania typu ,feedforward”, stanowiacego potaczenie sterowania neuronowego po-

przez inwersje z klasycznym sterowaniem typu PID
e sterowania poprzez emulacje istniejacego uktadu sterujacego
e sterowania predykcyjnego

Nawigzujac do klasyfikacji przedstawionej we wstepie do niniejszego rozdziatu, kazdy z
wymienionych powyzej algorytmoéw, za wyjatkiem moteody sterowania predykcyjnego, jest
typu ,bezposredniego”, dla kazdego zdecydowano sie réwniez na uczenie w trybie ,off-line”.
Bardziej szczegotowy opis wybranych algorytmoéw znalez¢ mozna w literaturze [10], [11], [13],
[52].

3.1.1. Sterowanie typu ,jinverse” (odwrotne)

Sterowanie poprzez inwersje stanowi jedna z pierwszych zaproponowanych metod sterowania
neuronowego. W metodzie tej przyjmuje sie, ze warto$é¢ wyjsciowa y sterowanego uktadu dla

chwili ¢ + 1 mozna wyznaczy¢ z ogolnej zaleznosci:
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y(t+1) = fy@), -yt —m),ult), - ult —n)) (3:2)

Przyjmujac nastepnie zalozenie, ze funkcja 3.2 jest odwracalna, mozliwe jest poprzez od-
powiednie jej przeksztalcenie, wyseparowanie ostatniego sygnalu wymuszenia u, otrzymujac

tym samym zalezno$é¢ odwrotna:

u(t) = f7H @yt + 1),y y(t—m),ult = 1), u(t —n)) (3:3)

Podstawiajac nastepnie w miejsce y(t + 1) wartos¢ pozadana y,(t + 1) oraz zaktadajac, ze
funkcja f~! reprezentuje sie¢ neuronowa ¢, a zatem wyjscie u jest tak naprawde wartoscia

wyjéciowa U sieci neuronowej, otrzymujemy:

at) =g (yr(t+1),y(8), -yt —m),u(t = 1), u(t —n)) (3-4)

Wartos¢ wyjsciowa y sterowanego obiektu, przy tak zalozonym sygnale sterujacym 4 poda-

wanym przez prawidtowo nauczong sie¢, wykazywaé¢ powinna zbieznosé¢ do zadanej wartosci

Yr-

NN Inverse
A
» S' . u
lec Obiekt
r "| odwrotna > ster. >y
1:k [«
0:m |q¢—

Rysunek 3.2.: Schemat blokowy dla uktadu sterowania typu ,inverse”

Rysunek 3.2 przedstawia ogélny schemat blokowy dla sterowania typu ,inverse”, z uwzgled-
nieniem regulatora neuronowego, obiektu sterowanego oraz blokéw opdznienia dla sygnatéow u
i y. Proces uczenia kontrolera neuronowego tego typu przebiega identycznie jak proces ucze-
nia emulatora typu NNARX z ta roznica, ze wzorce uczace zamienione sg miejscami - wzorce
wejsciowe staja sie wyjsciowymi i vice versa. Warto przy tej okazji wspomnie¢, ze mozliwe
rozszerzenie zakresu sterowania typu ,inverse” na uktady MIMO, poprzez zastapienie wartosci

sterujacej u oraz wyjsciowej y, odpowiednio wektorami u oraz y, otrzymujac w ten sposob:

a(t) =g (ye(t+1),5(),- -, y(t —=m),u(t =1),--- ,u(t —n)) (3:5)

Chociaz metoda neuronowego sterowania przez inwersje jest prosta pod wzgledem archi-
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tektury sieci oraz jej implementacji, a uczenie kontrolera neuronowego przebiega stosunkowo
szybko, metoda ta posiada réwniez szereg wad. Przede wszystkim, zastosowanie jej ograni-
czone jest do uktadow, ktore wykazuja ceche odwracalnodci, czyli uktadéw dla ktorych wartosé
wejsciowa uktadu wyznaczy¢ mozna w sposéb jednoznaczny ze znanej wartosci wyjsciowej oraz
jej regresoré6w. Ponadto nauczony sterownik neuronowy bez narzuconych zewnetrznych ogra-
niczen, przejawia tendencje do podawania nieosiagalnych wartosci sterujacych, w szczegdlnosci
w poczatkowych chwilach od uruchomienia sterowania. Stad koniecznog¢ narzucenia dodatko-
wych ograniczen na sterowanie, przyktadowo wprowadzenie bloku saturacji, ktéry ograniczy

wartos¢ sterowania do realizowalnego przedziatu.

3.1.2. Sterowanie typu NARMA-L2

Podstawe metody sterowania neuronowego typu NARMA-L2, stanowi model NARMA, czyli
nieliniowy auto-regresyjny model o sredniej ruchomej. Bazujac na tym modelu, w metodzie
tej podobnie jak przy sterowaniu typu ,inverse” przyjmuje sie, ze sygnal sterujacy sprowadzié¢
mozna do postaci nieliniowej funkcji uzaleznionej od poprzednich standéw wyjsciowych oraz

wartosci sterujacych uktadu:

u(t) =g (y(t +1),y(), -yt —m),u(t = 1), u(t —n)) (3.6)

W przypadku sterowania typu NARMA-L2, wprowadza sie jednak dodatkowe zalozenie
umozliwiajace skrécenie czasu potrzebnego na minimalizacje btedu éredniokwadratowego sieci,
a co za tym idzie przyspieszenie procesu jej uczenia. Zaklada sie mianowicie, ze wartosé
wyjsciowa uktadu y dla chwili £ + 1 aproksymowa¢ mozna za pomoca zlinearyzowanej funkcji

zaleznej od sygnatu sterujacego u(t):

gt +1) = f(t) +g(t) - u(t) (3.7)

gdzie f(t) oraz g(t) sa wartosciami wyznaczonymi dla chwili czasowej ¢, zaleznymi w sposob

nieliniowy od wartosci wyj$ciowych oraz sterujacych uktadu:

(3.8)
g(t) :f(y(t)a )y(t_m)vu(t_l)a ’u(t_k))
Przeksztatcajac nastepnie rownanie 3.7 w celu wyznaczenia wartosci u(t):
g(t+ 1) — f(t
u(t) = yt+1) — f(t) (3.9)

9(t)
a nastepnie podstawiajac w miejsce g(t + 1) wartos¢ y,(t + 1) odpowiadajaca pozadanej
trajektorii uktadu, otrzymujemy sygnal sterujacy sieci @(t) w formie:

_y(t+1) - F)

at) = 5 (3.10)
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Zwrocié przy tym nalezy uwage na fakt, iz do wyznaczenia wartosci sterujacej z rownania 3.10,
konieczna jest znajomos$¢ obu funkcji f(t) oraz g(t), ktore na obecnym etapie metody, znane
sa wytacznie w ogélnej postaci 3.8. Pamietajac jednak o mozliwosci zastosowania algorytmow

neuronowych, réwnanie 3.7 sprowadzi¢ mozna do postaci emulatora neuronowego:

Gt +1) = F(t) +5() - u(t) (3.11)
ktory nastepnie uczony jest korzystajac z wzorcow uczacych wygenerowanych z uktadu beda-
cego obiektem sterowania. Funkcje f(¢) oraz g(t) po nauczeniu tego typu emulatora neuro-

nowego, reprezentowane sg zatem przez dwie odrebne i niezalezne od siebie sieci neuronowe

£(t) oraz g(t).

Tak nauczone sieci zaimplementowa¢ mozna nastepnie w sterowaniu neuronowym, w wyniku
czego otrzymuje sie ostateczna postaé¢ sygnatu sterujacego :
alt) = yr(t+1) - f@) (3.12)
g(t)
Rysunek 3.3 obrazuje schemat blokowy dla tak zdefiniowanego sterowania neuronowego
typu NARMA-L2.

NN NARMA-L2
> p{+_
A
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— A
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Rysunek 3.3.: Schemat blokowy dla uktadu sterowania typu NARMA-L2
7 uwagi na liniowg posta¢ réwnania 3.7, sterowanie typu NARMA-L2 wystepuje rowniez

w literaturze pod nazwa ,Feedback Linearization” [10], czyli sterowania z linearyzacja w petli

sprzezenia zwrotnego.
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3.1.3. Sterowanie typu FF

W klasycznej teorii sterowania, sterowanie typu ,feedforward” zachodzi w przypadku gdy sy-
gnal sterujacy podawany przez sterownik na wejécie uktadu, nie jest zalezny od jego stanu
wyjsciowego (wlacznie z mozliwym bledem sterowania), generowany jest natomiast na pod-
stawie dobrej znajomo$ci dynamiki uktadu, a co za tym idzie umiejetnosci predykcji jego
zachowania.

Dla przypadku sieci neuronowych, sterowanie typu ,feedforward” realizowane przez siec,
powiazane jest standardowo ze sterowaniem typu ,feedback” (w petli sprzezenia zwrotnego),
realizowanym przez klasyczny uktad PID, o odpowiednio dobranych parametrach wzmocnienia
kp, kr, oraz kp. Gléwnym zadaniem dotaczonego uktadu PID, jest korekcja (minimalizacja)
uchybu na wyjéciu uktadu powstalego w wyniku sterowania za pomoca sieci neuronowej.
Najczesciej w neuronowym sterowaniu typu ,feedforward” zastosowanie znajduje sie¢ typu
NNFIR (opisana szczegotowo w podrozdziale 2.2.1), ktorej nauka oraz sterowanie odbywa
sie na identycznej zasadzie jak w opisanej wyzej metodzie typu ,inverse”. Schemat blokowy

uktadu sterowania, dla tak zdefiniowanej sieci FFFIR, przedstawiono na rysunku 3.4.

PID

[l

y I Sieé odwrotna < Ye Obiekt y

r NNFIR "1 ster. g

Rysunek 3.4.: Schemat sterowania typu FFFIR

Alternatywsa dla sterowania FFFIR, rozszerzajaca uktad o dodatkowy element sprzezenia
zwrotnego, jest zastosowanie w miejsce sieci typu NNFIR - sieci NNARX, otrzymujac tym
samym doktadniejsze sterowanie FFARX. Schemat blokowy dla tego typu sterowania pokazano

na rysunku 3.5.

39



PID |«

A
. u Ue :
y SieC odwrotna = Obiekt >y

r g NNARX ster.

Rysunek 3.5.: Schemat sterowania typu FFARX

3.1.4. Sterowanie predykcyjne

W przeciwienstwie do opisanych wyzej algorytméw sterowania neuronowego, metoda predyk-
cyjna zaliczana jest do grupy posrednich algorytmow sterowania neuronowego. Oznacza to,
ze sie¢ neuronowa nie jest wykorzystywana w sposéb bezposredni do wyznaczenia wlasciwego
sygnalu sterujacego, stuzy ona natomiast do optymalizacji zachowania wtasciwego bloku ste-
rujacego. Na rysunku 3.6 przedstawiono schemat blokowy dla sterowania predykcyjnego z

wyraznie wyszczegdlnionym blokiem emulatora neuronowego oraz blokiem optymalizacji.

NN Predictive

Emulator (< 0:m |«
obiektu
ster. < 1:k |4—

[

cs

Uktad Obiekt
optymalizacji ster.

Rysunek 3.6.: Schemat sterowania typu predykcyjnego
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Optymalizacja sterowania odbywa sie poprzez minimalizacje wskaznika jakos$ci J zdefinio-

wanego wzoremni:

No
J= (gt +35)—9t+7)) +pz u(t+j—1) —u(t+j —2))? (3.13)
J=N1

gdzie y,, ¢ oraz u sa odpowiednio pozadang wartoscia wyjsciowa rzeczywistego uktadu, warto-
Scig wyjsSciowa z emulatora neuronowego oraz zaproponowana wartoécia sygnatu sterujacego.
Minimalizacja wskaznika jakosci J dla przypadku sterowania predykcyjnego przeprowadzana
jest na bazie wartosci wyjsciowych ¢ przewidywanych przez emulator neuronowy w zakresie
shoryzontu btedu” [N1, No] oraz przewidywanych wartosci sygnatu sterujacego ograniczonych
tak zwanym ,horyzontem sterowania” N,. Parametr p uwzgledniony we wzorze 3.13, pozwala
na dodatkowa modyfikacje sterowania poprzez zmiane kontrybucji czesci odpowiadajacej war-

tosciom sygnatu sterujacego.
Doktadny opis metody neuronowego sterowania predykcyjnego znalez¢ mozna w pracy [10]

oraz w dokumentacji [53].

3.1.5. Emulacja istniejacego uktadu sterowania

Ostatnia z przedstawionych w pracy metod sterowania neuronowego, polega na wykorzystaniu
juz istniejacego uktadu sterowania (PID, LQR, etc.), a nastepnie na bazie wzorcow pobranych
podczas sterowania, nauczenie sieci wiernej emulacji oryginalnego uktadu. Najczesciej do tego
celu w przypadku sieci dynamicznych wykorzystuje sie architekture typu NNARX lub NNAR-
MAX (opis w podrozdzaltach 2.2.2, 2.2.3). Oczywista wada przedstawionego rozwigzania jest
koniecznos¢ posiadania juz dziatajacego sterownika dla sterowanego uktadu. Dodatkowo za-
kres dzialania sieci neuronowej ograniczony jest zakresem dzialania oryginalnego uktadu ste-
rujacego. Z drugiej strony jak mozna sie przekonac testujac nauczony sterownik/emulator
neuronowy, jedna z cech jaka on wykazuje jest zdolnos¢ do prawidtowego (cho¢ z gorsza do-

ktadnoscia) dziatania w przypadku gdy parametry sterowanego uktadu ulegna zmianie.

3.2. Przyktady sterowania neuronowego

Ponizej przedstawiona zostala numeryczna implementacja neuronowego sterowania, obejmu-
jaca wszystkie z opisanych szczegbétowo powyzszych metod. Sieci neuronowe oraz algorytmy
ich uczenia zaprogramowane zostaly w srodowisku Matlab, natomiast symulacja wlasciwego
ich dziatania przeprowadzona zostata w graficznym module Simulink. Ponadto, nauczone
sieci neuronowe, rozszerzone zostaly o szereg dodatkowych blokéw oraz uktadéw, majacych
na celu usprawnienie ich funkcjonowania. Doktadny ich opis wraz z wprowadzonymi przez nie
zmianami, przedstawiony jest przy okazji opisu sterowania poszczegdlnych modeli.

Specyfike oraz skutecznos$¢ neuronowego sterowania, w szczegdlnosci w zastosowaniu do

aktywnego tlumienia drgan, zdecydowano sie przedstawié¢ na przyktadzie wybranych modeli
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dynamicznych uktadéw oscylacyjnych. Modele, na ktore sie zdecydowano w niniejszej pracy

to kolejno:

e nieliniowe wahadlo matematyczne
e belka inteligentna z elementami piezoelektrycznymi
e nieliniowe wahadto podwoéjne

e giroskop z zawieszeniem Cardana o dwoch osiach obrotu

Ponadto, opisane metody sterowania neuronowego przetestowane zostaly réwniez dla in-
nych, nie zawartych w pracy, uktadéw dynamicznych, miedzy innymi dla nieliniowego uktadu
testowego (z nieliniowoscia w postaci trzeciej potegi przemieszczenia w réownaniu roéznicz-
kowym dynamiki) oraz dla czesto spotykanego w zagadnieniach teorii sterowania, ukladu

wahadta odwro6conego.

3.2.1. Wahadto matematyczne

Pierwszym i jednocze$nie najprostszym z ukladéw testowanych pod katem skutecznosci ste-
rowania neuronowego, jest dynamiczny model wahadla matematycznego. Uktad ten opisany
juz zostal doktadnie w podrozdziale 2.4.1, przy okazji wprowadzenia do zagadnienia emulacji
neuronowej. Model ten wybrany zostat zar6wno ze wzgledu na prostote jak i nieliniowg dyna-
mike, przejawiajaca sie w zmiennej czestoéci drgan w zaleznosci od warunkéw poczatkowych
- predkosci oraz polozenia. Z uwagi na wspomniane zalety modelu wahadla matematycznego,
postuzy on jako podstawowy przyktad, na ktérym przetestowane beda opisane wyzej metody
sterowania neuronowego.

W niniejszych przyktadach, w celu przetestowania zachowania nauczonego sterownika neu-
ronowego, jako funkcje docelowa dla polozenia katowego wahadla, zastosowano funkcje pro-
stokatna o rosnacej wartosci (okreslang w pracy mianem ,Rising Square”), zdefiniowang za

pomoca zaleznosci:

2(t) = m (=1)#/25) . 7 /8 (3.14)

gdzie symbole | | oraz | | odpowiadaja odpowiednio funkcji ,ceiling” (zaokraglenie w gore)
oraz ,floor” (zaokraglenie w dot). Przy tak zdefiniowanych parametrach, zmiana wartosci
docelowej funkeji (wlacznie z jej znakiem) nastepuje co 2.5 s, natomiast sama jej wartosé
bezwzgledna wzrasta w kazdym kroku o 7/8. Wykres powyzej zalozonej funkcji docelowej

kata pokazany jest na rysunku 3.7:
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Rysunek 3.7.: Wykres pozadanego polozenia katowego wahadta w postaci funkcji prostokatnej
o rosnacej wartosci (,Rising Square”) dla przypadkow:
- bez filtru analogowego G(s) =1
- 7 filtrem analogowym II-go rzedu G1(s) = 1/(0.1s> + 0.4s + 1)
- 7 filtrem analogowym Il-go rzedu Ga(s) = 1/(0.1s% + 0.65 + 1)

Funkcja ta jest o tyle uzyteczna, ze dzieki niej mozliwym jest sprawdzenie odpowiedzi ste-
rownika na zmiane skokowa wartoéci docelowej kata, pozwalajac jednocze$nie na sprawdzenie
dzialania sterownika neuronowego w pelnym nieliniowym zakresie wartosci. Przyktadowo, dla
czasu sterowania rownego 20 s (stosowanego w ponizszych przyktadach), zmiana potozenia ka-
towego wahadta zawiera sie w przedziale [—7/2, 7/2]. Wydluzajac ten czas do 40 s, polozenie

kata ¢ obejmowaé bedzie pelen mozliwy zakres wartosci.

Sterowanie typu ,inverse”

Na rysunku 3.8 przedstawiono przykladowy schemat blokowy sterowania neuronowego typu
qJnverse” dla uktadu wahadla matematycznego. Sie¢ neuronowa dla podanego uktadu na-

uczona zostala przy nastepujacych parametrach:

e parametry wahadlta: m =0.1kg, [ =0.2m

architektura typu NNARX, 2-warstwowa, 15-1

regresory: m =2, k=2

zakres wymuszenia/sygnatu sterujacego M = [—1,1] Nm

zakres polozenia katowego ¢ = [—m, ] rad
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Rysunek 3.8.: Schemat blokowy sterowania neuronowego typu "inverse”

Scope

dla wahadla

matematycznego, rozszerzony o dodatkowe bloki korygujace ($rodowisko
Matlab /Simulink)

Powyzszy schemat, poza elementami odpowiadajacymi sterownikowi neuronowemu, mode-

lowi wahadla matematycznego oraz funkcji zadanego potozenia docelowego kata ¢ (,repeating

sequence stair”) , zawiera szereg dodatkowych blokow korygujacych majacych na celu uspraw-

nienie dzialania neuronowego uktadu sterowania. Bloki te, opisane szczegétowo w dalszej cze-

Sci pracy przy okazji analizy ich wplywu na skuteczno$¢ neuronowego sterowania wahadtem

matematycznym, zawieraja kolejno:

e filtr analogowy - na wyjsciu funkcji definiujacej potozenie docelowe kata, majacy na

celu wygtadzenie ksztattu docelowej krzywej, a tym samym jak zostanie dalej pokazane,

usprawnienie sterowania

e dolnoprzepustowy filtr cyfrowy - wykorzystywany w tym przypadku do spowolnie-

nia dojscia do celu, poprzez eliminacje nagtych skokéw wartosci kata, przy jednoczesnym

ograniczeniu skokowych zmian momentu sterujacego M

e wzmocnienie g - na wyjsciu uktadu sterujacego

e saturacja - wprowadzajaca ograniczenie na moment sterujacy, narzucone przez przyjety

podczas nauki zakres wzorcéow uczacych

Analiza skutecznosci dziatania sterowania neuronowego typu ,inverse” rozpocznieta zosta-

nie od domyslnie zdefiniowanego uktadu, ktéry poza blokiem saturacji, nie zawiera zadnego

z wymienionych powyzej elementéw. Na rysunku 3.9 pokazane sa wykresy sygnatu steruja-

cego M oraz kata ¢ wahadla, przy prostokatnej rosnacej funkcji docelowej opisanej podanym
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wczedniej rownaniem 3.14, dla dwoch przypadkéw: bez nalozonej saturacji na moment steru-
jacy M oraz z saturacja w zakresie M = [—1,1] Nm, zgodnie z przyjetym zakresem wzorcow
uczacych.

Analizujac przedstawione sterowanie neuronowe wysnué¢ mozna szereg nastepujacych wnio-
skow. Po pierwsze, dla kazdego z obu przypadkow zdefiniowane przez funkcje prostokatng
rosnaca sterowanie jest osiagniete, co wiecej rowniez dla zakresu nieliniowego. Jednakze, dla
przypadku z saturacja natozona na warto$¢ sygnatu sterujacego, zauwazy¢ mozna wyrazne
przesterowanie w potaczeniu z wolno zanikajacymi oscylacjami wokét potozenia docelowego.
Jak wida¢ na wykresie, sygnat sterujacy dla tego przypadku wykazuje silnie zmienng nature,
nieustannie przeskakujac pomiedzy narzucona odgérnie wartodcia minimalng i maksymalng
sterowania.

Efekt ten przypisywaé mozna sterownikowi neuronowemu, ktéry pomimo poprawnego na-
uczenia, napotykajac skokowa zmiane pozadanej wartosci potozenia katowego, domyslnie pro-
ponuje wartos¢ sterujaca M umozliwiajaca dodarcie do potozenia docelowego w minimalnie
krotkim czasie, znacznie jednak wybiegajaca ponad natozone podczas nauki sieci ograniczenia.
Co gorsze, wartos¢ ta wprowadzana jest nastepnie do sieci w postaci regresora, determinujac
tym samym warto$¢ sygnatow sterujacych dla kolejnych chwil czasowych, a co za tym idzie

sterowanie jak pokazano na rysunku 3.9, a nieosiagalne w praktycznej realizacji.
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Rysunek 3.9.: Moment sterujacy M oraz polozenie katowe ¢ wahadla matematycznego dla
sterowania neuronowego typu ,inverse”
a) sterowanie z nalozong saturacja na warto$¢ momentu M = [—1,1] Nm
b) sterowanie bez saturacji wartosci momentu sterujacego M
Ustawienia sterowania: domyslne (bez dodatkowych blokéw korygujacych)
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7 drugiej strony, w przypadku gdy sygnal sterujacy M nie jest ograniczany w zaden sposob,
jak na rysunku 3.9 b, wahadto wykazuje zdolnoé¢ do osiggania zadanego potozenia katowego
w znacznie krotszym czasie (cho¢ nadal z wyraznie obecnym przesterowaniem). Dzieje sie
to jednak kosztem wzrostu wartosci momentu sterujacego poza zakres, w ktorym sie¢ byta
uczona. Dodatkowo warto$¢ sygnatu sterujacego nadal wykazuje niepozadang i fizycznie nie-
realizowana tendencje do nagtlej, skokowej zmiany. Podobny problem zaobserwowa¢ mozna
rowniez dla przypadku sterowania neuronowego typu ,inverse” dla innego prostego ukladu
nieliniowego opisanego w pracy [10], nie jest tam jednak zaproponowane zadne rozwiazanie
umozliwiajace korekcje sygnatu sterujacego. Przy tej okazji nalezy zwrdcié uwage na fakt, iz
sterowanie jest w stanie wyj$¢ (nawet daleko) poza ramy, w ktorych zostala nauczona siec.
Wtasnosé ta jest typowa dla neuronowego sterowania typu ,inverse”.

Jednym z zaproponowanych rozwigzan umozliwiajacych usprawnienie sterowania neurono-
wego, niezaleznie od zastosowanego jego typu, jest badz to modyfikacja architektury uczonej
sieci (przez co rozumie sie zwiekszenie liczby warstw ukrytych, ilo§ci neuronéw w poszcze-
golnych warstwach lub wyprowadzenie sterowania na bazie wiekszej ilosci regresorow), badz
ponowne nauczenie sieci przy zmienionej czestotliwoéci prébkowania wzorcow uczacych. Jed-
nakze, jak wykazaly testy przeprowadzone dla zmodyfikowanej struktury sterownika neuro-
nowego, wpltyw modyfikacji wprowadzonych do architektury sieci jest nieznaczny i pomijalny.

Co do zmiany czestotliwosci probkowania, pamieta¢ nalezy o koniecznosci znalezienia opty-
malnej jej wartosci dla rozpatrywanego uktadu sterowanego. W przypadku gdy wartos¢ ta
jest zbyt niska pojawia sie ryzyko pominiecia obecnych w dynamice sterowanego obiektu
wysokich czestotliwosci co wiaze sie z mozliwym pogorszeniem skutecznosci sterowania. 7
kolei gdy czestotliwo$¢ probkowania jest zbyt wysoka, dynamika sterowanego uktadu jest le-
piej odzwierciedlona, kosztem jednak koniecznosci szybszego przetwarzania informacji przez
sterownik neuronowy, a co za tym rowniez idzie - szybsza jego dynamika (jak pokazano na
powyzszym przyktadzie - rysunek 3.9).

Alternatywnym rozwigzaniem przedstawionego problemu sterowania neuronowego jest za-
stosowanie odpowiednich blokéw korygujacych w uktadzie sterowania. Co jednak warto za-
znaczy¢, bloki te w zaden sposoéb nie ingeruja w architekture oraz dzialanie nauczonej sieci
- sterownika neuronowego. Ponizej, na wybranych przyktadach przedstawiono w jaki spo-
sOb zmiana parametréw w poszczeg6lnych z wymienionych elementéw wpltywa na wtasciwosci
sterowania badanym ukladem wahadta. Poniewaz jednak wtadciwosci te uzaleznione sa od
wielu wspoélzaleznych od siebie czynnikéw, dla kazdego z przedstawionych ponizej przykta-
dow przyjmuje sie konkretne parametry dziatania pozostatych elementéw (zdefiniowane jako

L2ustawienia sterowania” w opisie pod adekwatnymi wykresami)

e Filtr analogowy I-go, 1I-go rzedu

Poniewaz, jak to przedstawiono powyzej, tendencja do skokowej zmiany wartosci stero-
wania przez sterownik neuronowy wynika ze skokowo zdefiniowanej funkcji docelowego

potozenia katowego, jednym z mozliwych rozwiazan jest wygltadzenie tej funkcji tak, by
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przejscie miedzy kolejnymi polozeniami katowymi nastepowalo w sposéb ptynny. Jest
to mozliwe do osiagniecia poprzez wprowadzenie do uktadu dodatkowego bloku z filtrem
analogowym o odpowiednio dobranych parametrach, zaraz za blokiem ze zdefiniowana
funkcja polozenia docelowego (rysunek 3.8). Kontroler w takim wypadku otrzymuje
dodatkowa informacje nie tylko o tym jakie potozenie powinien osiagnaé, ale réwniez po

jakiej krzywej powinien do niego dotrzec.
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Rysunek 3.10.: Moment sterujacy M oraz polozenie katowe ¢ wahadla matematycznego dla
sterowania neuronowego typu ,inverse”
a) filtr analogowy I-go rzedu G(s) = 1/(0.2s + 1)
b) filtr analogowy II-go rzedu G(s) = 1/(0.1s% + 0.4s + 1)
¢) filtr analogowy II-go rzedu G(s) = 1/(0.1s> +0.6s + 1)
Ustawienia sterowania: wzmocnienie g = 0.3, saturacja M = [—1,1] Nm

Na rysunku 3.10 pokazano w jaki sposdéb dobér odpowiedniego filtra wptywa na specyfike

sterowania neuronowego - z wyraznie widoczng poprawg sygnatu sterujacego, wynikajaca
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z wprowadzenia ciagtego (w przeciwienstwie do skokowego) charakteru zmiany potozenia

katowego.

e Dolnoprzepustowy filtr cyfrowy

Na rysunku 3.11 pokazano wykresy potozenia katowego wahadla ¢ oraz momentu ste-
rujacego M dla przypadku z uwzglednieniem dolnoprzepustowego filtru cyfrowego w
uktadzie sterowania (b) oraz dla przypadku gdzie jest on pominiety (a). Zastoso-
wany filtr o transmitancji w pltaszczyznie z zdefiniowanej za pomoca zaleznosci H(z) =
0.09/(1 — 1.4271 4 0.49272), odpowiada podwdjnemu biegunowi ((0.7,0) lezacemu we-

wnatrz okregu jednostkowego tejze plaszczyzny.
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Rysunek 3.11.: Moment sterujacy M oraz polozenie katowe ¢ wahadla matematycznego dla
sterowania neuronowego typu ,inverse”
a) bez dolnoprzepustowego filtru cyfrowego
b) z zastosowaniem dolnoprzepustowego filtru cyfrowego
H(z) = 0.09/(1 — 1.4z 40.49272)
Ustawienia sterowania: wzmocnienie g = 0.3, saturacja M = [—1,1] Nm, filtr
analogowy I-go rzedu G(s) =1/(0.2s + 1)

Z rysunku 3.11 widaé, ze wprowadzenie opisanej wyzej filtracji do uktadu, umozliwia
poprzez eliminacje wysokoczestotliwosciowych zmian zatozonego potozenia ¢, ogranicze-
nie naglych zmian sygnatu sterujacego M, bez widocznego pogorszenia dziatania uktadu
sterowania. Pamietaé¢ jednak nalezy o tym, ze z uwagi na odciecie wysokich czestotliwo-

$ci przez filtr, nie bedzie mozliwe jego zastosowanie dla przypadkow gdzie wymagana jest
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nagta zmiana wartosci potozenia katowego - w takim wypadku doktadnos¢ sterowania

ulegnie wyraZznemu pogorszeniu.

Wzmocnienie g

Poprzez zmiane parametru wzmocnienia g sygnatu sterujacego M podawanego na wyj-
$ciu ze sterownika neuronowego, mozliwa jest poprawa wlasciwego sterowania bez in-
gerencji w architekture nauczonej sieci. Wtlasciwym jednak w tym przypadku stowem
powinna by¢ ,atenuacja” a nie wzmocnienie, jako ze zadaniem parametru g jest ogra-
niczenie wartosci sygnatu sterujacego, ktérego zmiana dla przypadku domyélnego jest
zbyt gwaltowna, jak to zostalo uprzednio zademonstrowane na rysunku 3.9. Odpo-
wiedz uktadu sterowania przy zastosowaniu szeregu réznych wartosci g, poczynajac od
0.5 (najwieksza) po 0.01 (najmniejsza), pokazana zostala na rysunku 3.12. Wyraz-
nie wida¢, ze zastosowanie poprawnie dobranej wartosci atenuacji znaczaco wptywa na
poprawe dziatania neuronowego uktadu sterowania. W skrajnych przypadkach: jezeli
warto$¢ ta jest zbyt wysoka (¢ = 0.5), powraca problem skokowej zmiany wartosci
sterujacej. Jezeli z kolei wartos¢ ta jest zbyt niska (¢ = 0.01), w odpowiedzi uktadu
pojawiaja sie wyraZnie oscylacje, pojawia sie w niej réwniez niepozadany uchyb ustalony

(steady-state error).

Wykresy przedstawione na rysunku 3.13 pokazuja sterowanie potozeniem wahadla mate-
matycznego ¢, dla szeregu réznych wartosci badz funkcji docelowych, przy zastosowaniu
sterownika neuronowego typu ,inverse” z wiladciwie dobranymi parametrami poszcze-
gélnych elementéw uktadu. Jak wida¢ z wykresoéw, sterowanie odbywa sie w sposéb
prawidlowy (réwniez w zakresie nieliniowym) z wartoscig sygnatu sterujacego M nie

wybiegajaca poza przedzial wartosci zdefiniowany podczas procesu uczenia sieci.
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Rysunek 3.12.: Moment sterujacy M oraz polozenie katowe ¢ wahadla matematycznego dla
sterowania neuronowego typu ,inverse”
a) wzmocnienie g = 0.5
b) wzmocnienie g = 0.3
¢) wzmocnienie g = 0.1
d) wzmocnienie g = 0.01
Ustawienia sterowania: saturacja M = [—1,1] Nm, filtr analogowy I-go rzedu
G(s)=1/(02s+1)
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Rysunek 3.13.: Moment sterujacy M oraz polozenie katowe ¢ wahadla matematycznego dla
sterowania neuronowego typu ,inverse”; Docelowa wartos¢/krzywa polozenia
katowego wahadta:

a) warto$¢ stata (A = m/2 rad)

b) sinusoida (A =1 rad, f =1 Hz)

c) sinusoida o zmiennej amplitudzie (A =1 rad, f =1 Hz, d = 0.2 rad/s)
d) sinusoida o zmiennej czestotliwosci (A =1 rad, f = 0.1 —2 Hz w 20 s)
Ustawienia sterowania: wzmocnienie g = 0.3, saturacja M = [—1,1] Nm
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Sterowanie typu ,inverse” - wrazliwo$¢ na zmiany parametréow wahadta

Dodatkowym testem jaki mozna przeprowadzi¢ dla sterowania neuronowego, w tym przypadku
sterowania typu ,inverse” jest zbadanie w jakim stopniu sie¢ neuronowa nauczona pod katem
sterowania uktadem o odgoérnie zdefiniowanych parametrach jest w stanie reagowaé¢ na zmiane
wspomnianych parametréw. Wykresy na rysunku 3.14 pokazuja w jaki sposéb uprzednio
nauczona sie¢ neuronowa dziata w przypadku wahadla o innej dtugosci, niz ta przy ktorej
sie¢ zostala domy§lnie nauczona (I = 0.2 m). Jak wida¢ z wykresow sie¢ jest nadal w stanie
wysterowa¢ uklad do pozadanego polozenia katowego ¢. Wiaze sie to jednak ze wzrostem
wartodci wymaganego momentu sterujacego M, wynikajacym ze wzrostu dtugosci [ wahadta

matematycznego, a co za tym idzie rownoczesnym wzrostem jego momentu bezwltadnosci.
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Rysunek 3.14.: Moment sterujacy M oraz polozenie katowe ¢ wahadla matematycznego dla
sterowania neuronowego typu ,inverse” przy zmienionej dtugosci wahadta (do-
my$lnie [ = 0.2 m):
a) dtugos¢ | = 0.4 m, masa m = 0.1 kg
b) dtugosé [ = 0.8 m, masa m = 0.1 kg
Ustawienia sterowania: wzmocnienie g = 0.3, saturacja M = [—1, 1] Nm, filtr
analogowy II-go rzedu G(s) = 1/(0.1s% + 0.6s + 1)

Dodatkowe oscylacje wartosci sygnatu sterujacego M na wyjsciu sieci (3.14 b) przy wydtu-
zeniu wahadla matematycznego, wynikaja najprawdopodobniej z powiazanego z nim wzrostu
czestodci wlasnej drgan wahadta. Jako, ze tak nauczona sie¢ neuronowa przystosowana jest
do sterowania w nizszym zakresie czestosci, w przypadku gdy zakres ten sie rozszerza sieé

stara sie dostosowaé¢ do zaistnialej zmiany.
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Nauczony sterownik neuronowy jest w stanie sterowa¢ uktadem réwniez w przypadku, gdy
zmianie ulegnie masa m wahadla matematycznego, jak wida¢ na rysunku 3.15. Poniewaz po-
dobnie jak dla przypadku wydtuzonego wahadta, przy wzroécie masy wahadta wzrasta rowniez
jego moment bezwladnosci. Logicznym jest zatem, ze i moment sterujacy M konieczny do

jego wysterowania musi by¢ wiekszy.
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Rysunek 3.15.: Moment sterujacy M oraz polozenie katowe ¢ wahadla matematycznego dla
sterowania neuronowego typu inverse” przy zmienionej masie wahadta (do-
mys$lnie m = 0.1 kg):

a) dlugos¢ | = 0.2 m, masa m = 0.2 kg

b) dtugosé I = 0.2 m, masa m = 0.4 kg

Ustawienia sterowania: wzmocnienie g = 0.3, saturacja M = [—1, 1] Nm, filtr
analogowy II-go rzedu G(s) = 1/(0.1s% + 0.6s + 1)

Sterowanie typu ,inverse” - MISO

Dla rozpatrywanego modelu wahadla matematycznego mozliwym jest réwniez rozszerzenie
dziatania sterownika neuronowego typu ,inverse” na sterowanie typu MISO (multi-input single-
output). W przeciwieristwie do zaprezentowanego uprzednio sterowania typu SISO, gdzie
wartosé sygnatu sterujacego wyznaczana byla przez sie¢ neuronows wytacznie na bazie war-
tosci potozenia katowego ¢ wahadta (oraz jej regresoréow), w przedstawionym sterowaniu typu
MISO sie¢ uwzglednia dodatkowo wartos¢ predkosci katowej w wahadla. Na rysunku 3.16
przedstawiono przykladowe sterowanie tego typu z wyszczeg6lnionymi wykresami potozenia

katowego ¢, predkosci katowej w oraz momentu sterujacego M wahadla matematycznego.
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Rysunek 3.16.: Potozenie ¢ i predkosé¢ katowa w wahadla matematycznego oraz moment steru-
jacy M dla sterowania neuronowego typu ,inverse” z uwzglednieniem pelnego
wektora stanu wahadta;

Parametry sterowania: wzmocnienie g = 1, saturacja M = [—1,1] Nm, filtr
analogowy II-go rzedu G(s) = 1/(0.1s> + 0.6s + 1)

O ile w przypadku sterowania typu SISO sie¢ neuronowa uzyskiwata w sposoéb posredni
informacje na temat predkosci katowej w wahadla (poprzez wartosci regresorow polozenia
katowego ¢), o tyle wprowadzenie tej informacji w spos6b bezposredni do sieci neuronowe;j
umozliwia usprawnienie dziatania sieci, a przez to cze$ciowa poprawe skutecznosci wlasciwego
sterowania. Pordéwnujac wykresy na rysunku 3.16 z wykresami na rysunku 3.10 widaé, ze
wartos¢ momentu sterujacego M jest poréwnywalna dla obu typow sterowan przy identycznie
zdefiniowanych parametrach sterowania. Zaznaczy¢ nalezy, ze dla przypadku SISO, wartosé
ta uwzglednia dodatkowo zmodyfikowany parametr wzmocnienia ¢ = 0.3. Dla testowanego
przypadku MISO modyfikacja ta nie jest konieczna, jako ze sie¢ jest w stanie bardziej do-
ktadnie wyznaczy¢ wymagana warto$¢ sygnatu sterujacego M, korzystajac z podanej na nig
dodatkowej informacji wejsciowej. Uwzglednienie wspomnianej informacji na wejsciu sieci
wiaze sie dodatkowo z koniecznoscia zwiekszenia jej rozmiaréw, a co za tym idzie wydtuzenia

czasu jej uczenia oraz pédzniejszych obliczen.

Sterowanie typu ,NARMA-L2"

W przypadku sterowania neuronowego typu NARMA-L2, zdecydowano sie na skorzystanie z
sieci o architekturze (15-1)-(15-1)-1, stanowiacej reprezentacje dwoch funkcji nieliniowych f
oraz g, z kazda z nich zamodelowang poprzez 2-warstwowg sie¢ neuronowa typu NNARX o
15 neuronach w warstwie ukrytej oraz 1 neuronem w warstwie wyj$ciowej. Ilos¢ regresordéw
stanu wyjsciowego y oraz wymuszenia u przyjeta zostala tak samo jak dla sterowania typu
sinverse”. Podobnie jak i w przypadku tamtego sterowania, sie¢ neuronowa nie byta w stanie

w sposob bezposredni poprawnie sterowa¢ potozeniem katowym ¢ rozpatrywanego wahadla.
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Rysunek 3.17.: Moment sterujacy M oraz polozenie katowe ¢ wahadla matematycznego dla
sterowania neuronowego typu ,NARMA-L2”
a) sterowanie domyslne
b) sterowanie z zastosowaniem blokow korygujacych

Jak wida¢ na rysunku 3.17 a, przy sterowaniu wystepuje zaréwno przesterowanie wartosci ¢
jak i skokowa zmiana momentu wymuszenia M. Modyfikujac zachowanie uktadu sterowania
w analogiczny jak poprzednio sposéb poprzez zastosowanie blokéw korygujacych o optymalnie
dobranych parametrach udato sie znacznie usprawni¢ dzialanie sieci neuronowej (rys. 3.17).
Podobnie jak poprzednio, przetestowano réwniez nauczong sie¢ pod katem zmiany polozenia
katowego ¢ podlug zadanej odgodrnie krzywej. Uzyskane w ten sposéb wykresy pokrywaja sie

z tymi ktore uzyskano przy sterowaniu typu ,inverse” (rysunek 3.13).

Sterowanie typu ,,Feedforward”

Rysunek 3.18 przedstawia wykresy momentu sterujacego M (z wyszczegdlnieniem sktadowych
momentu sieci Myy i momentu PID Mp;p) dla obu przypadkéw sterowania neuronowego
typu ,Feedforward” (NNFIR, NNARX) opisanych wcze$niej w rozdziale 2.4.
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Rysunek 3.18.: Wykresy poszczegolnych momentow sterujacych (Mprp, My ) oraz momentu
catkowitego M dla sterowania neuronowego typu ,feedforward”;
a) sterownik neuronowy typu NNFIR
b) sterownik neuronowy typu NNARX
Ustawienia sterowania: wzmocnienie g = 0.3, saturacja M = [—1,1] Nm, filtr
analogowy II-go rzedu G(s) = 1/(0.1s% + 0.6s + 1)
Parametry PID: Kp =1, K; =20, Kp =0.25

Wykresy potozenia katowego ¢ pokrywaja sie z wykresem przedstawionym na rysunku 3.10
przy zachowanych identycznych parametrach sterowania. Warto zauwazy¢, ze wlasciwie na-
uczona sie¢ neuronowa typu NNFIR, w powigzaniu z dziatajacym uktadem PID jest w stanie
stosunkowo dobrze sterowaé potozeniem katowym ¢ analizowanego wahadta, nawet w zakresie

nieliniowym.

Sterowanie predykcyjne

Na potrzeby neuronowego sterowania predykcyjnego potozeniem katowym ¢ wahadta mate-
matycznego skorzystano z bloku dostepnego w srodowisku MATLAB/Simulink wraz z wbudo-
wanymi funkcjami optymalizacji, przygotowanego pod katem sterowania typu SISO. Wykresy
na rysunku 3.19 obrazuja potozenie katowe ¢ oraz moment sterujacy M dla analizowanego
uktadu przy zastosowaniu parametréw sterowania identycznych jak dla przypadku sterowania
typu ,inverse” MISO (Rys. 3.16). Na rysunku 3.20 pokazano dodatkowo wykresy sterowania
typu predykcyjnego dla szeregu réznych funkcji docelowego potozenia katowego ¢ wahadta.
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Rysunek 3.19.: Polozenie katowe ¢ wahadla matematycznego oraz moment sterujacy M dla
przypadku sterowania neuronowego z wykorzystaniem metody predykcyjnej;
Parametry sterowania: wzmocnienie g = 1, saturacja M = [—1,1] Nm, filtr
analogowy II-go rzedu G(s) = 1/(0.1s> + 0.6s + 1)

Podstawowa zaleta sterowania neuronowego typu predykcyjnego jest optymalne jego dziata-
nie wynikajace 7 koniecznosci minimalizacji wskaznika jakoéci J zaleznego od predykowanych
przez sie¢ warto$ci stanu sterowanego uktadu oraz proponowanych przez sterownik warto-
$ci sygnalu sterujacego. W przeciwieristwie do sterowania neuronowego typu ,inverse” oraz
SNARMA-L2” unika sie rowniez problemu ze skokowa zmiana wartosci sygnatu sterujacego -
wartosé¢ ta dla sterowania predykcyjnego nie wybiega poza zakres narzucony podczas procesu
uczenia sieci neuronowe;.

Niestety odbywa sie to kosztem mocy obliczeniowej wymaganej dla sterowania typu pre-
dykcyjnego, w szczegolnosdci przy zalozonych duzych warto$ciach zaréwno horyzontu btedu
jak i horyzontu sterowania. W takim przypadku czas obliczeniowy wymagany do dokona-
nia optymalizacji dla kazdego kroku sterowania, ogranicza uzytecznos$¢ wspomnianej metody
sterowania do uktadéw wolnozmiennych. Ponadto rozszerzenie metody neuronowego sterowa-
nia predykecyjnego na uktady MIMO (multi-input multi-output) stanowi stosunkowo ztozone

zagadnienie.
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Rysunek 3.20.: Poltozenie katowe ¢ wahadla matematycznego oraz moment sterujacy M dla
przypadku sterowania neuronowego z wykorzystaniem metody predykcyjnej;
Docelowa wartosc/krzywa polozenia katowego wahadta:
a) warto$¢ stata (A = w/2 rad)
b) sinusoida (A =1 rad, f =1 Hz)
¢) sinusoida o zmiennej amplitudzie (A = 1 rad, f =1 Hz, d = 0.2 rad/s)
d) sinusoida o zmiennej czestotliwosci (A = 1rad, f =0.1 —2 Hz w 20 s)
Ustawienia sterowania: wzmocnienie g = 1, saturacja M = [—1, 1] Nm, filtr
analogowy II-go rzedu G(s) = 1/(0.1s% + 0.6s + 1)
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3.2.2. Belka typu ,smart”

Kolejnym z uktadéw poddanych analizie pod katem zastosowania metod sterowania neuro-
nowego oraz ich skutecznodci w tlumieniu jego drgan, jest ukltad belki inteligentnej z ele-
mentami piezoelektrycznymi przestawiony szczegétowo w rozdziale 2.4.3. W tym przypadku,
celem sterowania jest redukcja drgan swobodnego korica belki w mozliwie jak najkrotszym
czasie. Model belki inteligentnej zastosowany na potrzeby symulacji sterowania neuronowego
w niniejszej pracy jest modelem liniowym. [54].

Wrzorce uczace dla sieci neuronowej wygenerowane zostaly na podstawie zdyskretyzowanego
modelu belki inteligentnej dyskutowanego w podrozdziale 2.4.3. Przy generacji wzorcow,
przyjeto ograniczenie wartosci napiecia sterujacego do zakresu [—250V,250V]. Ogranicze-
nie to uwarunkowane jest wlasnosciami materialu piezoelektrycznego zaimplementowanego
w modelu belki. W przypadku symulacji w ukladzie sterowania zawarto ograniczajacy blok
saturacji, podobnie jak dla przypadku sterowania potozeniem katowym wahadta matematycz-

nego.

Sterowanie typu ,inverse” / NARMA-L2

Cho¢ specyfika oraz wlasciwosci obu z zastosowanych metod sterowania neuronowego, w szcze-
golnosci zastosowanych w nich sieci neuronowych oraz ich architektury, r6znia sie¢ w sposo6b
znaczacy, sterowanie oraz otrzymane w jego wyniku wykresy przemieszczenia wolnego korica
belki wy oraz napiecia wymuszajacego na aktuatorze V,, sa dla obu przypadkéw podobne.
Stad tez w dalszej czesci podrozdziatu przedstawione sg wielkosci odpowiedzi uktadu oraz sy-
gnahu sterujacego wytgcznie dla sterowania typu NARMA-L2. Poza wlasciwym sterowaniem
aktywnym w uktadzie, dla kazdej z form wtasnych belki przyjete zostato ttumienie modalne
o wartosci ¢ = 0.001. Domyslnie wartosci wzmocnienia g oraz czasu probkowania At w

zaprezentowanych testach przyjmuje sie jak nastepuje: g = 0.01, At = 0.002 s.

e Wzmocnienie g

Wryniki sterowania neuronowego przy uwzglednieniu trzech réznych wartosci wzmocnie-
nia g na wyjéciu sieci neuronowej przedstawiono na rysunku 3.21. Jak wida¢ z wykresow,
efektem zwiekszonej wartosci wzmocnienia g, jest wyrazna poprawa efektu tlumienia
analizowanego uktadu. Odbywa sie to jednak kosztem jednoczesnie zwiekszonej warto-
Sci wymaganego napiecia sterujacego V, przylozonego do elementu piezoelektrycznego
pelniacego role wzbudnika. Dodatkowo jak wida¢ z wykresu 3.21 (a), przy dobraniu
zbyt duzych wartosci wzmocnienia g, sie¢ wykazuje tendencje do wykraczania poza na-
rzucony pierwotnie zakres wartodci sterujacych, ktore to nastepnie wartoéci ograniczane

sa przez zastosowany blok saturacji.
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Rysunek 3.21.: Przemieszczenie koinca belki wy, oraz napiecie sterujace V, dla sterowania siecia
neuronowy typu NARMA-L2 dla réznych warto$ci wzmocnienia:
a) g =0.1,b) g =0.01, ¢) g = 0.005

e Wplyw dobranego czasu prébkowania At

Na rysunku 3.22, pokazano w jaki sposob dobor czasu probkowania At wzorcow (row-
noznaczny z doborem czestotliwoéci probkowania fs), wplywa na dziatanie sterownika
neuronowego nauczonego na bazie tychze wzorcéow. Nalezy zaznaczy¢, iz dla kazdego z
przedstawionych wykresow, zaréwno architektura sieci jak i parametry uczenia (w tym
ilos¢ cykli oraz docelowa dokladnos$é uczenia) sa identyczne. Jedyna roznica sprowadza
sie do doboru wartosci At, ktora determinuje szybkosé¢ dzialania sterownika i co wazne,
musi by¢ dobrana tak by uwzglednia¢ dynamike sterowanego uktadu z dostatecznie wy-

soka doktadnoscia.
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Rysunek 3.22.: Przemieszczenie konica belki wy, oraz napiecie sterujace V, dla sterowania siecia
neuronowy typu NARMA-L2, nauczona na bazie wzorcéw wygenerowanych z
modelu, przy réznych czasach probkowania:

a) At =0.001 s, b) At =0.002 s, ¢) At =0.005 s

Dobranie zbyt niskiej wartosci At powoduje, ze nauczony neuronowy uklad stara sie
dotrze¢ do zalozonej warto$ci zerowej w mozliwie najkrotszym czasie, co przektada
sie na wyznaczenie wartosci napiecia sterujacego V, wybiegajacych poza dopuszczalny
dla elementu piezoelektrycznego zakres. Efekt ten jest wyraznie widoczny na rysunku
3.22 a, gdzie z uwagi na ograniczenie wynikajace z zastosowania bloku saturacji, napie-
cia sterujace oscyluje pomiedzy wartosciag maksymalng i minimalna. 7 drugiej strony,
zastosowanie zbyt duzej wartosci At (niskej czestotliwosci fs) skutkuje pogorszeniem

dzialania uktadu sterowania (rys. 3.22 c¢). Stad, jak wida¢, odpowiedni dobor wartosci
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czasu probowania przy generacji wzorcoOw uczacych, przektada sie pézniej na efektyw-
no$¢ dziatania nauczonej na ich bazie sieci neuronowej. Konieczne jest zatem uwzgled-
nienie mozliwego wpltywu tej wartodci jeszcze przed rozpoczeciem wilasciwego procesu

uczenia sieci (sterownika neuronowego).

Sterowanie z zastosowaniem bloku stopniowego doj$cia do celu

Standardowo nauczony sterownik neuronowy typu ,inverse” badz ,NARMA-L2” wyka-
zuje tendencje do wyznaczania wartosdci sygnatu sterujacego, ktéra w mozliwie najkrot-
szym czasie pozwala na osiagniecie pozadanego stanu uktadu. Niestety w przypadku
gdy przejscie pomiedzy potozeniem poczatkowym a potozeniem konicowych uktadu zada-
wane jest w spos6b skokowy, bardzo czesto wartos¢ sygnatu sterujacego ekstrapolowana

przez sie¢, wybiega poza dopuszczalny zakres narzucony w procesie uczenia sieci.

Jednym z mozliwych rozwiazan umozliwiajacych unikniecie przedstawionego problemu
jest implementacja dodatkowych krzywych przej$cia definiujacych w sposob ciagtly, a nie
skokowy, trajektorie zmiany sterowanych sktadowych stanu uktadu. Rozwiazanie to w
niniejszej pracy zastosowane zostato w sposéb posredni dla opisanego wczeéniej uktadu
wahadla matematycznego (poprzez wprowadzenie dodatkowych blokow filtrow analogo-
wych) oraz w sposob bezposredni dla opisanych w dalszej czesci pracy uktadow wahadta
podwodjnego oraz giroskopu. Dla przypadku analizowanego ukltadu belki inteligentne;j
zdecydowano sie na przetestowanie podobnego rozwigzania polegajacego na wprowadze-
niu do uktadu sterowania dodatkowego bloku stopniowego dojs$cia do celu. Funkcjono-
wanie tego bloku polega na modyfikacji wartosci docelowej sterowanego uktadu, tak ze
dla kazdego kroku sterowania w miejsce pozadanej wartosci stanu y,., sie¢ ma za zadanie
wysterowaé uktad do wartodci posredniej ., pomiedzy wartoscia obecng y a wartoscia

pozadana y,, zgodnie ze wzorem:

Or =y(1 —d) +yd (3.15)

gdzie d jest parametrem zmiany i zawiera sie w przedziale [0,1]. Dla przedstawionego
przypadku ttumienia drgan belki inteligentnej, wartoscia sterowang jest przemieszczenie
konica belki wy, tak wiec przyjmujac warto$¢ docelowa wy, = 0, wzor (3.15) przyjmuje

postac:

wkr = wk(l — d) (3.16)

Parametr d determinuje réznice pomiedzy wartoscig obecna wy a zmodyfikowang war-
toscig docelowa wy,-, w ten spos6b wplywajac na dzialanie sterowania neuronowego oraz
szybko$¢ przejécia pomiedzy obiema wartoéciami. W skrajnym przypadku gdy parametr
d = 1, sterowanie odbywa sie w spos6b domy$lny z wartosciag docelowa Wy, = wg = 0.

7 kolei dla wartosci parametru d = 0, sterowanie jest niewykonalne, jako ze zmody-

62



fikowana warto$é¢ docelowa Wy, pokrywa sie z wartoscia aktualng wy dla danej chwili

CZasoOwe;j.

Na rysunku 3.23 pokazane sa wykresy przemieszczenia konica belki wj oraz napiecia
sterujacego V, dla przypadku aktywnego neuronowego ttumienia drgan belki dla dwo6ch
roznych wartosci parametru d. Z wykreséw widacé, ze przyjecie wartosci d = 0.1 tylko w
niewielkim stopniu zmienia szybkos¢ z jaka drgania belki sa ttumione. Wyrazna réznica
widoczna jest natomiast w wartosciach napiecia sterujacego V,, dla zmodyfikowanego
uktadu wartoéci te sa nizsze, jako ze sie¢ stara sie wyznaczy¢ warto$¢ sterujaca wytacznie
dla zredukowanego obszaru sterowania, w przeciwienstwie do pelnego zakresu dla uktadu

bez zaproponowanej modyfikacji.
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Rysunek 3.23.: Przemieszczenie konica belki wy, oraz napiecie sterujace V, dla pierwszej formy
wlasnej drgan przy sterowaniu siecia neuronowa typu NARMA-L2 z wykorzy-
staniem bloku stopniowego dojécia do celu:
a)d=1,b)d=0.1

e Tlumienie wyzszych form wlasnych (rozszerzenie sterowania pierwsza forma

na wyzsze formy)

Dla rozpatrywanego uktadu belki inteligentnej z elementami piezoelektrycznymi, jedna z
mozliwych opcji aktywnego wyttumienia drgan wyzszych form wtasnych jest zastosowa-
nie sterownika neuronowego nauczonego uprzednio pod katem ttumienia drgan pierwszej

formy wtasnej belki. Dziatanie tak nauczonego sterownika neuronowego realizowalne jest
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tylko i wytacznie dla czestotliwosci probkowania A f narzuconej w procesie uczenia sieci.
W celu rozszerzenia zakresu sterowania na wyzsze formy wtasne uktadu, niezbedna jest
zatem modyfikacja sterownika w taki sposéb, by moégt on prawidtowo funkcjonowaé
przy wyzszej czestotliwosci A f . Dla czestotliwosci tej musza w tym wypadku zostaé
spetnione dwa warunki. Po pierwsze, musi ona by¢ na tyle wysoka aby uwzgledniona
zostala dynamika sterowanych wyzszych form wlasnych. Drugi warunek, zdefiniowany
za pomoca wzoru Af = - Af, gdzie r € N, oznacza ze nowa czestotliwosé probkowania

Af dla sterowania jest wielokrotnodcig czestotliwosci oryginalnej f.

S S S S

y(t-3) y(t-2) y(t-1) vy(t) y(t+1) y(t+2) y(t+3)

Rysunek 3.24.: Rozszerzenie dzialania sieci na wyzsza czestotliwosé probkowania poprzez mo-
dyfikacje potozenia jej regresorow

Dzieki temu, ze czestotliwosé A f , zdefiniowana jest w taki, a nie inny sposéb, mozliwe
jest prostsze dostosowanie sieci do zaistnialej zmiany, poprzez zmiane potozenia regre-
sorow do ktorych odnosi sie sie¢, jak pokazano na rysunku 3.24. Wyzsza czestotliwosé
probkowania uktadu powoduje, ze regresor y(t — 1) zastapi¢ nalezy regresorem y(t —r),
badz w bardziej ogélnym przypadku regresor y(t — rn) wprowadzany jest na wejscie
sieci w miejsce regresora y(t —n). Podobna sytuacja ma réwniez miejsce dla regresorow
sygnalu sterujacego u. Oznacza to, ze dzialanie tak zmodyfikowanego sterownika neuro-
nowego pozostaje w gruncie rzeczy niezmienione (roznica w czasie pomiedzy regresorami
nadal wynosi At), zmianie ulega natomiast szybkos¢ jego dziatania, ktora dostosowana

jest do nowej czestotliwosci probkowania A f .

Na rysunku 3.25 przedstawione zostalty przykladowe wykresy ttumienia drgan dwoch
pierwszych form wtasnych belki przy wykorzystaniu przedstawionej powyzej metody
dla Af = 100Hz oraz Af = 1000H z. Ponadto na przedstawionych wykresach uwzgled-
nione zostato réwniez dziatanie opisanego wyzej bloku stopniowego dojscia do celu,
dla przypadkéw d = 1 oraz d = 0.1. Podobnie jak przy sterowaniu pierwszg forma

wtasng ukladu, zastosowanie wspomnianego bloku wyraznie ogranicza wartos¢ sygnatu
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sterujacego (w tym wypadku napiecia V,) przy nieznacznej zmianie tlumienia drgan
rozpatrywanego ukltadu. Z wykreséw tych wida¢, ze regulator neuronowy skutecznie

thumi nie tylko pierwszg, ale rowniez druga forme wlasna belki.
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Rysunek 3.25.: Przemieszczenie korica belki wy oraz napiecie sterujace V, dla dwoch pierw-
szych form wtasnych drgan przy sterowaniu siecig neuronowa typu NARMA-
L2 z wykorzystaniem bloku stopniowego dojscia do celu:
a)d=1,b)d=0.1

Sterowanie przez emulacje LQR (wyzsze formy)

Ostatnim z prezentowanych przyktadéw sterowania neuronowego dla przypadku thumienia
drgari belki inteligentnej z elementami piezoelektrycznymi jest sterowanie z wykorzystaniem
sieci neuronowej emulujacej dzialanie juz istniejacego sterownika klasycznego. W zaprezen-
towanym przypadku emulator neuronowy uczony jest na bazie probek pochodzacych ze ste-
rownika korzystajacego z metody optymalnej regulacji LQR [27|. Zaznaczy¢ przy tym nalezy,
ze metoda moze byé¢ stosowana wytacznie dla uktadéw liniowych badz uktadéw zlinearyzo-
wanych. Podstawg sterowania z wykorzystaniem metody LQR jest minimalizacja wskaznika

jakosci J zdefiniowanego w postaci funkcjonatu:

J= / T (1Qx(t) + uT () Ru(t)) dt (3.17)
0

gdzie x(t) jest wektorem stanu uktadu, u(t) wektorem wymuszenia, natomiast macierze R

oraz Q sa dobranymi odgérnie macierzami wag. Odpowiedni dobdér macierzy wag determinuje
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nacisk potozony na wektor stanu x(¢) oraz wektor wymuszenia u(t) w funkcjonale J, co z
kolei pozwala na modyfikacje zachowania sterownika. Na potrzeby wyznaczenia sterowania

optymalnego zaklada sie, ze wektory te powigzane sa ze soba poprzez zaleznosc:

u(t) = Gx(t) (3.18)

gdzie G definiuje macierz wzmocnienia. Po uwzglednieniu powyzszej zaleznodci, réwnanie

stanu oraz wyjscia uktadu prezentuja sie w postaci:

{ x(t) = [A — BG]x(t) (3.19)

y(t) = Cx(t)
Optymalne sterowanie dla tak zdefiniowanego uktadu liniowego otrzymuje sie w przypadku

gdy macierz wzmocnienia G okreslona jest poprzez zaleznos¢:

G =R !'BTK (3.20)

Macierz K wystepujaca w powyzej zaleznosci, otrzymuje sie¢ z kolei jako rozwigzanie tzw.

réwnania Ricattiego:

-Q-ATK -KA +KBR!'BTK =0 (3.21)

Dla przypadku belki inteligentnej macierze wag Q i R dobrane zostaly w sposéb nastepu-
jacy:

2
Q=pq [[E]}mm Emm] R =pr
mxm mxXm| omx2m
gdzie Q2 jest, jak opisano wczesniej w rozdziale 2 pogwieconym identyfikacji neuronowej
macierzg diagonalng czestosci wlasnych ukladu, natomiast py oraz pr sg parametrami za
pomoca ktoérych w prosty sposéb regulowaé¢ mozna w jakiej proporcji wartos¢ wskaznika jakosci
J zalezna jest od macierzy wag Qi R.

Dla sterownika LQR, ktéry postuzyl pézniej jako wzorzec nauki emulatora neuronowego,
przyjeto wartosci podanych wyzej parametrow pg = 2.6, pr = 1, natomiast samo sterowanie
odbywalo sie przy ograniczeniu modelu do dwdch pierwszych form wtasnych. Dodatkowo w
uktadzie dla obu form wtasnych uwzglednione zostato ttumienie modalne o wartosci ¢ = 0.005.
Dla tak zdefiniowanego sterownika przeprowadzona zostala nastepnie symulacja numeryczna
sterowania, przy zatozonym czasie probkowania At = 0.1 ms oraz ograniczeniu wartosci napie-
cia sterujacego w elemencie wykonawczym do zakresu [—250, 250] V. Jako emulator neuronowy
zastosowano standardowsg sie¢ dwuwarstwowa typu NNARX (15-1), ktora zostala nauczona

na bazie probek pobranych w trakcie symulacji.
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Rysunek 3.26.: Przemieszczenie wy i predko$¢ Vi korica belki oraz napiecie wyjsciowe Vj i
sterujace V, dla zagadnienia thumienia dwéch pierwszych form wtasnych belki
za pomocy sieci neuronowej emulujgcej zachowanie sterownika LQR
Parametry LQR: pg = 2.6, pr = 1
Parametry sieci: NNARX (15-1), liczba regresorow: m = 4, k = 4, czestotli-
wos¢ probkowania fs = 10 kHz, zakres napiecia sterujacego V, = [—250, 250]
\Y%

Na rysunku 3.26 pokazane sa wykresy ttumienia drgan belki, przy wykorzystaniu tak na-
uczonego emulatora neuronowego. Wykresy te obrazuja przemieszczenie wy oraz predkosé Vi
konica belki jak rowniez napiecie V; przyltozone do czujnika piezoelektrycznego oraz napiecie
sterujace V, na aktuatorze. Tak nauczona sie¢ neuronowa jest w stanie w wierny sposoéb emu-
lowa¢ zachowanie sterownika LQR. O ile w tym przypadku sterowanie klasyczne jest zdecy-
dowanie prostsze w realizacji, o tyle zaprezentowany pomyst uczenia sterownika neuronowego
jest ciekawy, w szczeg6lnodci pod katem mozliwodci rozszerzenia go na uklady nieliniowe,
przyktadowo poprzez nauczenie sieci neuronowej emulacji zachowania szeregu sterownikow
klasycznych dziatajacych w kilku odrebnych, lecz sasiadujacych ze sobg zlinearyzowanych ob-
szarach, przy dodatkowym zastosowaniu funkcji przetaczajacych w celu przejécia pomiedzy

nimi.
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3.2.3. Wahadto podwdjne nieliniowe

AN

Rysunek 3.27.: Model wahadta podwdjnego

Jako kolejny przyklad sterowania neuronowego zostanie rozwazony model wahadta podwoj-
nego, bedacy rozszerzeniem opisanego wcze$niej modelu wahadta matematycznego. Wybor
modelu wahadta podwojnego podyktowany zostal jego nieliniowymi wtasciwosciami dyna-
micznymi. Zachowanie dynamiczne wahadla opisane jest za pomoca uktadu réwnai nielinio-

wych:

(m1 + ma)l3¢1 + malilags cos(pa — 1) — malila@s sin(pe — ¢1)+
+(mq + ma)gly siny = M,

(3.22)
mal3 @2 + malila@i cos(pa — 1) + malila@t sin(pz — 1)+
+maglo sin o = My
ktore to réwnania przy zatozeniu m = m; = me, I = I} = ls upraszczaja sie do postaci:
{ 2mi%@y 4+ miP Gy cos(pa — 1) — ml2P3sin(ps — 1) 4 2mglsinp; = M, (3.23)
mi%@y + mi?@y cos(ga — @1) + mi2@2sin(py — 1) + mglsin py = My

Obserwowalnos¢ i sterowalnos¢

Wartosci definiujace obserwowalnosé i sterowalnos¢ wybranego uktadu dynamicznego pozwa-
laja na okreslenie, w jakim stopniu mozliwa jest znajomosé¢ aktualnego stanu uktadu jak

roéwniez do jakiego stopniu mozliwym jest jego wysterowanie. Jako ze macierze obserwowal-
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nosci O (3.24) oraz sterowalnosci C (3.25) wyznaczane sg na podstawie znajomosci macierzy
stanu A, wejécia B i wyjécia C uktadu, ich analiza przeprowadzona moze zostaé¢ wylacznie

dla uktadéw liniowych badz uktadéw po linearyzacji.

O:[C CA ... CAnfl]T (3.24)

cz[B AB .. An—lB] (3.25)

Pomimo faktu, iz przedstawiony uklad wahadla podwojnego jest ukladem nieliniowym,
wyznaczenie dla niego wartosci obserwowalnodci i sterowalnosci w zlinearyzowanym zakresie,
moze pozwoli¢ choéby w czesciowym stopniu na okreslenie mozliwosci jego wysterowania w
pelniejszym nieliniowym zakresie.

Przedstawiony wyzej uktad rownan nieliniowych dynamiki wahadta podwojnego (3.23), po

linearyzacji wzgledem polozenia zerowego réwnowagi sprowadza sie do postaci:

2ml2gb'1 + ml2gb'2 + 2mgly; = My (3.26)
ml2G1 + mi?@s + mgles = My '
badz do postaci macierzowej:
Mp+Kp =u (3.27)
z macierzami M i K oraz wektorami ¢ i u wynoszacymi odpowiednio:
2mi*  mi? 2mgl 0
ml©  ml oo 0 mgl oo
2 M,
Roéwnanie 3.27 przeksztalci¢ mozna do postaci:
$p=-M1Kp+M1lu (3.28)

z macierza odwrotng M1 wynoszaca:
_ 1 1 -1
M= povi 2l
m —
2x2
Nastepnie réwnanie to sprowadzi¢ mozna do postaci réwnania stanu i réwnania wyjécia:

x = Ax+ Bu
(3.29)

y = Cu
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. . T
X:[% Y2 P1 902}

z macierzami A, B i C wynoszacymi dla tak przyjetego wektora stanu x odpowiednio:

A— 0252 | D) B— 0252
~M1Ksxs 02x2 il M 159 o

C:[I }
ox2  02x2 s

oraz wynikajacym z nich wektorem wyjsciowym y:

T
y = [901 902}

7. definicji uktad liniowy jest w petni obserwowalny i sterowalny wtedy i tylko wtedy gdy od-
powiednio rzad macierzy obserwowalnosci O i sterowalnosci C réwne sg wymiarowi n wektora
stanu uktadu x.

Dla rozpatrywanego uktadu wahadta podwojnego macierze C i O wynosza odpowiednio:

c_ 022 M1y 0252 ~M KM 1y,,
M 155  0axa —MTKM 19, 0252 Ax8
Ioyo 0252
0 |
O _ 721><2 2X2
—M™ Koo 0252
0252 ~M1Ksyo gl

Z macierzy tych wyraznie wida¢, ze r(C) = r(O) = n = 4, a co za tym idzie przedsta-
wiony uktad wahadta podwdjnego jest w zlinearyzowanym zakresie w pelni obserwowalny i

sterowalny.

Sterowanie typu ,inverse”

Dla przypadku sterowania wahadlem podwo6jnym nieliniowym zdecydowano sie na zastoso-
wanie sterownika neuronowego typu ,inverse”, gléwnie z uwagi na mozliwos¢ bezposredniego
rozszerzenia jego architektury na sterowanie MIMO, podobnie jak zostato to uprzednio po-
kazane na przyktadzie sterowania MISO dla wahadla matematycznego. Dla sterowania typu
sinverse” wahadlem podwdjnym przetestowane zostaly dwa odrebne przypadki. W pierwszym
z nich, sie¢ neuronowa nauczona zostata w taki sposéb, aby warto$ci momentéw sterujacych
M, oraz My wyznaczane byly na bazie pelnego wektora stanu, czyli obu potozen katowych ¢
i @9 oraz predkosci katowych w; 1 wa. W drugim przypadku, sterowanie neuronowe odbywato
sie dla okrojonej sieci neuronowej, uczonej tylko i wytacznie na bazie potozen katowych (¢1,
p2) poszczegbdlnych elementéw wahadta, z pominieciem odpowiadajacych im predkosci kato-

wych (w1, wy). Na potrzeby niniejszej symulacji przyjeto dlugosé pretow wahadta [ = 0.5 m
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oraz warto$¢ mas na ich koncach m = 0.2 kg.

e Sterowanie 4-2 (@1, @2, wi, wo)-(Mi, M)

Na rysunku 3.28 przedstawione zostaly wykresy potozen oraz predkosci katowych waha-
dta podwdjnego dla przypadku sterowania typu ,inverse” z siecia neuronowa nauczong
na bazie pelnej informacji na temat rzeczywistego stanu wahadta. Wykresy 3.28 (a),

obrazuja sterowanie domyslne sieci dla warunkéw poczatkowych:

©1(0) =7/2, ¢2(0) = —71/2, wi1(0) =0, w2(0)=0

Jak widaé¢ z przedstawionych wykresow, nauczona sie¢ neuronowa jest w stanie w sposob
bezpodredni przeprowadzi¢ uktad do wartoéci zerowych dla wszystkich zatozonych war-
tosci sterowanych (obu potozen oraz predkosci katowych). Jednakze, z wykresow tych
wida¢ rowniez, ze sterowanie to odbywa sie w sposob nieciagly (co jest szczegolnie wy-
razne dla wykresow predkosci katowych wy i wo). Potwierdzaja to wykresy momentow
sterujacych dla przypadku domyslnego (Rys. 3.29 a) - podobnie jak dla opisywanych
wczesniej modeli, sterowanie tak nauczong siecia wykazuje tendencje do ekstrapolacji
wartosci momentow sterujacych M; oraz Ms poza dopuszczalny zakres, a przy uwzgled-
nieniu saturacji w uktadzie, do skokowej ich zmiany pomiedzy wartosciami minimalnymi

a maksymalnymi.

Rozwigzaniem w tym wypadku jest podobnie jak dla opisywanych wczesniej modeli wa-
hadta oraz belki inteligentnej, wprowadzenie do uktadu dodatkowych modyfikacji, ktére
usprawnig dzialanie sterownika neuronowego. Wykresy na rysunku 3.28 (b) obrazuja

sterowania przy tak zmodyfikowanym sterowaniu. Wprowadzone zmiany obejmuja:

— zdefiniowanie krzywych przejscia dla poszczegélnych sktadowych sterowanych

— zredukowanie wartosci wzmocnienia - g = 0.3

— dwukrotnie przyspieszenie dzialania sieci - r = 2
Krzywe przejscia podobnie jak opisane przy okazji wczesniejszych modeli filtry analo-
gowe II rzedu oraz blok stopniowego dojécia do celu, maja za zadanie zapewnié ciagla
zmiane wartosci sterowanych, a co za tym idzie zredukowaé wartosé sygnatéow steruja-
cych wyznaczanych przez sie¢ neuronows. Dla zaprezentowanego przypadku sterowania

wahadlem podwdjnym, krzywe przejscia dla wartosci potozen katowych ¢1 i ¢o, zdefi-

niowane sg za pomoca funkcji eksponencjalnych w postaci:

oq = pa(0)e 2t
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Rysunek 3.28.: Wykresy potozen katowych ¢ i (2 oraz predkosci katowych w; i we dla obu
elementéw wahadta podwdjnego dla przypadku sterowania neuronowego typu
"inverse'4-2
a) sterowanie domyslne (wzmocnienie g = 1)
b) sterowanie zmodyfikowane (zej$cie po krzywych eksponencjalnych, wzmoc-
nienie g = 0.3, przyspieszenie dzialania sieci r = 2)

Dla tak zmodyfikowanego uktadu, zaobserwowa¢ mozna znaczng poprawe skutecznosci
sterowania neuronowego, co widoczne jest zaréwno na wykresach wartosci sterowanych
(3.28 b) jak rowniez momentow sterujacych wyznaczanych przez sie¢ neuronowa, (3.29 d).
Na rysunku tym, pokazana jest stopniowa poprawa wartosci momentéw sterujacych
(M, Ms) przy wprowadzaniu kolejnych modyfikacji do uktadu sterowania, poczynajac

od przypadku sterowania domyslnego, az do sterowania w pelni zmodyfikowanego.
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Rysunek 3.29.: Wykresy momentow sterujacych M; oraz My dla kolejnych stopni modyfikacji
sterowania
a) sterowanie domyslne (wzmocnienie g = 1)
b) sterowanie zmodyfikowane (zej$cie po krzywych eksponencjalnych, wzmoc-
nienie g = 1)
c) sterowanie zmodyfikowane (zejscie po krzywych eksponencjalnych, wzmoc-
nienie g = 0.3)
d) sterowanie zmodyfikowane (zejécie po krzywych eksponencjalnych, wzmoc-
nienie g = 0.3, przyspieszenie dzialania sieci r = 2)

e Sterowanie 2-2 (1, p2)-(My, Ms)

Uczenie sieci neuronowej dla sterowania typu ,inverse” 2-2 odbywa sie identycznie jak
dla sterowania 4-2, z pominieciem na wejsciu sieci obu predkosci katowych w wahadta.
Jak wida¢ na rysunku 3.30 a, domyslne sterowanie neuronowe wahadla podwojnego
dla tak nauczonej sieci jest wolniejsze, natomiast wykresy wartosci sterowanych oraz
momentow sterujacych wykazuja znaczne oscylacje w poréwnaniu z odpowiadajacymi
im wykresami dla sterowania 4-2. Zastosowanie podobnych modyfikacji jak poprzednio,

w znaczy sposob wplywa na poprawe skutecznosci sterowania wahadta (3.30 b).
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Rysunek 3.30.: Wykresy potozen katowych 1 i (o oraz momentéw sterujacych M; i My dla
obu elementéw wahadla podwéjnego dla przypadku sterowania neuronowego
typu "inverse"2-2
a) sterowanie domyslne (wzmocnienie g = 1)

b) sterowanie zmodyfikowane (zej$cie po krzywych eksponencjalnych, wzmoc-
nienie g = 0.3, przyspieszenie dzialania sieci r = 2)

Na rysunku 3.31 pokazane sg dodatkowo wykresy potozen pl oraz p2 obu mas (mq, ms)
wahadla podwdjnego dla pokazanego wyzej domyélnego oraz zmodyfikowanego stero-
wania 2-2 typu ,inverse”. Polozenie obu mas zdefiniowane jest we wspotrzednych kar-
tezjanskich przy dodatkowym zalozeniu ze poczatek ukladu wspotrzednych (punkt 0)

znajduje sie w punkcie utwierdzenia wahad?a.
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Rysunek 3.31.: Krzywe zmiany polozenia (pl, p2) na plaszczyznie kartezjariskiej odpowiednio
masy mj i me wahadta podwdjnego od potozenia poczatkowego x do poloze-
nia koncowego o dla przypadku sterowania neuronowego typu "inverse"2-2;
a) sterowanie domyslne (wzmocnienie g = 1)

b) sterowanie zmodyfikowane (zej$cie po krzywych eksponencjalnych, wzmoc-
nienie g = 0.3, przyspieszenie dzialania sieci r = 2)

3.2.4. Giroskop

Nieliniowy model giroskopu o dwdéch stopniach swobody wraz z opisem jego zachowania dy-
namicznego oraz metod jego neuronowej emulacji, przedstawiony zostal uprzednio w pod-
rozdziale 2.4.2. Dla tak przyjetego modelu giroskopu, zademonstrowane jest w niniejszym
rozdziale sterowanie neuronowe z wykorzystaniem metody odwrotnej (,inverse”’) oraz emula-
tora sterownika klasycznego LQR, podobnie jak to miato miejsce przy ttumieniu drgan dla
modelu belki inteligentnej z piezoelektrykami. W obu przypadkach zadaniem uktadu bytlo
wysterowanie do wartosci zerowych obu katoéw obrotu ramki (kata nutacji ¥ oraz precesji 1)
za pomocy odpowiadajacych im momentow sterujacych M, oraz Mz. Dla obu momentéw
przyjeto w procesie uczenia sieci, ograniczenie wartosci do zakresu [—1,1] Nm. Dodatkowo
dla kazdego z rozpatrywanych przypadkéw sie¢ uczona byla na bazie probek pobranych z

giroskopu przy statej wartosci katowej wirnika n = 10 rad/s.

Sterowanie typu ,inverse”

Na rysunku 3.32 pokazane sa krzywe odpowiadajace sterowaniu katami precesji ¥ oraz nu-
tacji ¥ z uzyciem wlasciwie nauczonego sterownika neuronowego 2-2 typu ,inverse”. W celu
sprawdzenia poprawnosci dzialania sterownika w zakresie nieliniowym giroskopu jako wartosé
poczatkowa katow 9 i ¢ przyjeto wartos¢ m/2. Réznica pomiedzy krzywymi na rysunku 3.32
polega na zastosowaniu roznej wartosci wzmocnienia g (odpowiednio 1 oraz 0.1). Odpowia-
dajace im wykresy momentow sterujacych M, oraz My przedstawione sg na rysunku 3.33.

Jak wida¢ na przedstawionych wykresach, wysterowanie uktadu dla obu warto$ci wzmocnie-
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nia g odbywa sie w czasie ponizej 0.2 s. Dodatkowo, jak zostato to juz réwniez pokazane
dla wczesniejszych modeli, zmniejszenie warto$ci wzmocnienia g umozliwia unikniecie zmiany
skokowej sygnatow sterujacych, przy nieznacznym wydtuzeniu czasu potrzebnego na wystero-
wanie uktadu. Co jednak najwazniejsze, badania symulacyjne wskazuja, ze zastosowana sie¢
neuronowa jest w stanie w skuteczny sposob sterowa¢ uktadem zaréwno w zakresie liniowym

jak i nieliniowym.

9(0) = /2, $(0)= /2

T T T T T T T T T

1.6 | curveens g=01

1.2

0.8 -

1 [rad]

0.4 -

0.2

04 L L L L L L L L L
-0.2 0 0.2 0.4 0.6 0.8 1 1.2 1.4 1.6 1.8

9 rad]

Rysunek 3.32.: Krzywe sterowania katami precesji ¢ oraz nutacji 9 giroskopu dla przypadku
sterowania neuronowego typu ,inverse” z uwzglednieniem modyfikacji wartosci
wzmocnienia g
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Rysunek 3.33.: Krzywe momentéw sterujacych M, i M, dla przypadku sterowania neurono-
wego typu ,inverse” z uwzglednieniem modyfikacji warto$ci wzmocnienia g

a)g=1
b) g =0.1

Dla tak nauczonego sterownika neuronowego przeprowadzona zostala dodatkowo symulacja
sterowania dla przypadku statej wartosci wzmocnienia g = 0.1, lecz z uwzglednieniem bloku
stopniowego dojscia do celu, przy kilku roznych wartosciach parametru d (1,0.5,0.2 oraz 0.1).
Krzywe katéw precesji 9 i nutacji 9 pokazane sg na rysunku 3.34. Zmiana wspomnianego
parametru d wplywa na zmniejszenie warto$ci momentéw sterujacych wymaganych do wy-
sterowania uktadu, jednak kosztem wydluzenia czasu na to potrzebnego. Mozna to wyraznie
zaobserwowac na wykresach momentow sterujacych M, oraz M, pokazanych na rysunku 3.35.

Ostatnim z rozpatrywanych przypadkéw dla zastosowanego sterowania typu ,inverse” bylo
sprawdzenie w jakim stopniu sie¢ neuronowa jest w stanie sterowaé katami giroskopu przy
wyzszych wartosciach predkosci katowej n wirnika. Poniewaz oryginalnie nauka sieci neuro-
nowej odbywata sie na bazie symulacji przy czestosci katowej wirnika n = 10 rad/s, a co za
tym idzie przy nizszej czestotliwosci probkowania, w celu rozszerzenia jej dziatania na wyzsze
czestodcei koniecznym bylo przyspieszenie dziatania sieci podobnie jak zostato to zaprezento-

wane dla przypadku belki inteligentne;j.
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Rysunek 3.34.: Krzywe sterowania katami precesji ¢ oraz nutacji ¥ giroskopu dla przypadku
sterowania neuronowego typu ,inverse” dla wzmocnienia g = 0.1 przy r6znych
wartosciach parametru stopniowego dojscia do celu d
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Rysunek 3.35.: Krzywe momentéw sterujacych M, i M, dla przypadku sterowania neuro-
nowego typu ,inverse” dla wartosci wzmocnienia g = 0.1 z uwzglednieniem
modyfikacji parametru stopniowego dojscia do celu d
a)d=1
b) d=0.1
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Rysunek 3.36.: Wartosci potozenn katowych ¢ oraz i giroskopu o dwoch stopniach swobody
oraz momentow sterujacych M, i M, dla sterowania neuronowego typu ,in-
verse” dla r6znych wartosci predkosci katowej n oraz przyspieszenia dziatania
sieci r:

a) n=10rad/s, r =1,

b) n =100 rad/s, r = 10,

c) n = 1000 rad/s, r = 100
Parametry sterowania: ¢ =0.3, d =1

Na wykresach 3.36 pokazane zostalo dziatanie sterownika neuronowego dla wartosci predko-
sci katowej n wynoszacej kolejno 10, 100 oraz 1000 rad/s, oraz dla odpowiadajacej im kolejno
wartosci przyspieszenia dziatania sieci r réwnej 1, 10 oraz 100. Jak wida¢ z wykresow, sie¢
byta w stanie dostosowac sie do zwiekszonej predkosci katowej wirnika oraz pomyé$lnie wyste-
rowa¢ warto$ciami katéow precesji ¢ oraz nutacji ¥ od ich wartosci poczatkowych bedacych
w zakresie nieliniowym, az do zerowych wartosci koicowych. Wraz ze wzrostem predkosci
katowej n wydtuza sie réwniez czas potrzeby na wysterowanie uktadu jak réwniez poziom
wymaganych do tego momentow sterujacych M, oraz Mz. Wynika to jednak z zachowania
dynamicznego samego giroskopu - im wieksza jest predko$¢ wirowania wirnika, tym trudniej

jest sterowa¢ katami precesji 1 oraz nutacji ¥ jego ramek.
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Sterowanie przez emulacje LQR

Druga z metod sterowania neuronowego, ktéra byta przetestowana dla modelu giroskopu, jest
podobnie jak dla przypadku belki inteligentnej, metoda sterowania poprzez emulacje zachowa-
nia dzialajacego sterownika typu LQR. Jako, ze zastosowany tam zredukowany model belki
wspornikowej byl modelem liniowym, symulacja sterowania typu LQR przeprowadzona zo-
stata w sposob bezposredni z wykorzystaniem dostepnych macierzy stanu Ay, By i Cy, oraz
zatozonych macierzy Q i R. Poniewaz przyjety model giroskopu jest modelem nieliniowym
opisanym za pomoca ukladu réwnan 2.18, sterowanie typu LQR w jego przypadku mozliwe
jest wytacznie w ograniczonym zakresie dla modelu zlinearyzowanego. Dynamika giroskopu
po linearyzacji wzgledem polozenia zerowego obu katow (19, 1) opisana jest za pomoca ukladu

réwnan:

{ M, = I,9 + hyp (3.31)

M, = I — hd

gdzie Iz = I,, + I,. Uktad rownan 3.31 przeksztalci¢ mozna nastepnie do postaci réwnania

stanu oraz réwnania wyjécia:

x=Ax+ Bu
(3.32)

y = Cx+ Du

z wektorami stanu x, wymuszenia u oraz wyjscia y w postaci:

ol {

oraz odpowiednio wyprowadzonymi macierzami stanu A, B, C i D:

BES SR SN

00 1 0 0 0
A_ |00 0 1 g_|0 0

00 0 —h/I /I, 0

00 —h/I; 0 |, 0 1/Iz],.,

1 000 0 0
0 10 0f,, 0 0],.,

Dla tak okreslonego modelu giroskopu, wyprowadzone zostalo nastepnie sterowanie LQR
(korzystajac z opisanej uprzednio procedury), ktore z kolei postuzyto jako wzorzec pozniejszej
nauki emulatora neuronowego. Dla probek uczacych narzucono ograniczenie zakresu katowego
¥ = [—0.3,0.3] rad oraz ¢» = [—0.3,0.3] rad, przy zalozeniu predkosci wirnika réownej n = 10

rad/s. Na rysunku 3.37 pokazane zostaly krzywe dojscia do polozenia zerowego obu katow
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giroskopu, dla sterowania tak nauczonym emulatorem neuronowym, przy zatozeniu réznych

wartosci predkosci katowej wirnika n.

T
15 - .
1h 1
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©
= 05 f .
>
or 1
v ~ -
A (O n =1 [rad/s]
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Rysunek 3.37.: Krzywe sterowania katami precesji ¥ oraz nutacji v giroskopu dla przypadku
sterowania neuronowego za pomoca emulatora neuronowego LQR przy réznych
wartosciach predkosci katowej wirnika n

Jak wida¢ na rysunku, sie¢ jest w stanie skutecznie sterowaé katami ¢ i ¢ oraz w skoni-
czonym czasie zapewnié przejscie od potozenia poczatkowego [Jg, ¢g] do polozenia koncowego
(zerowego). Pomimo faktu, ze sie¢ neuronowa nauczona zostala sterowania na bazie ukladu
giroskopu o stalej predkosci katowej wirnika n = 10 rad/s, sie¢ jest w stanie dziata¢ popraw-
nie réwniez dla innych predkosci wirowania n. Podobnie jak dla sterowania typu ,inverse”
odbywa sie to jednak kosztem dluzszego czasu potrzebnego na wysterowanie ukladu oraz
wyzszych wartodci momentow sterujacych M, i M,. Na rysunku 3.38 pokazane zostaly wy-
kresy momentéw sterujacych dla poszczegédlnych krzywych z rysunku 3.37. Warto przy tej
okazji podkresli¢, ze uczenie sieci odbywalo sie na bazie probek wytacznie ze zlinearyzowanego

zakresu, wladciwe sterowanie neuronowe wybiega natomiast znacznie poza ten zakres.
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Rysunek 3.38.:

t[s]

t[s]

Wykresy momentoéw sterujacych M, oraz M, dla przypadku sterowania neu-
ronowego potozeniem katowym giroskopu za pomoca emulatora neuronowego
LQR przy réznych wartosciach predkosci katowej wirnika n:

a) n = 1rad/s,

b) n =10 rad/s,
c) n =50 rad/s,
d) n =100 rad/s
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3.3. Zagadnienia uzupetniajace

3.3.1. Realizacja praktyczna

Jak zostalo to uprzednio zaznaczone w rozdziale stanowigcym wprowadzenie do niniejszej
pracy, jej zasadniczym celem nie bylo wykonywanie pomiaréw na rzeczywistych obiektach,
tudziez konstrukcja fizycznego uktadu sterowania, za cel ten postawiono natomiast przetesto-
wanie w sposéb symulacyjny szeregu metod sterowania pod katem perspektywy zastosowania
ich na uzytek aktywnego ttumienia drgan uktadéw ciagtych oraz dyskretnych.

Jednakze, niewlasciwym byltoby przedstawienie wspomnianego zagadnienia wytacznie z per-
spektywy numerycznej oraz symulacyjnej, bez zaznaczenia chociazby w pewnym stopniu moz-
liwosci dalszej realizacji praktycznej oraz bez odwotania sie do juz istniejacych uktadéw re-
alizujacych podobnego typu sterowanie. Jest to kluczowe, zwazywszy na fakt, iz w przeciagu
ostatnich pietnastu lat zainteresowanie zagadnieniem sztucznych sieci neuronowych znacznie
wzrosto, a co za tym idzie pojawila sie znaczna liczba publikacji dotyczacych praktycznych
zastosowan sterowania neuronowego.

Jednym z ciekawych praktycznych zastosowan sterowania neuronowego, przynajmniej z
perspektywy niniejszej pracy, jest przyklad sterowania polozeniem katowym manipulatora o
jednym stopniu swobody zaprezentowany w publikacji [55]. Przyktad ten jest o tyle ciekawy,
ze zaprezentowany w publikacji uktad manipulatora odpowiada w gruncie rzeczy modelowi
wahadtla nieliniowego opisywanemu szczegdélowo w podrozdziatach 2.4.1 oraz 3.2.1. Ponadto
do sterowania neuronowego potozeniem katowym manipulatora zastosowano zmodyfikowany
algorytm typu ,NARMA-L2” [56], natomiast samo uczenie sieci neuronowej odbywalo sie z
wykorzystaniem algorytmu optymalizacji Lavenberga-Margquardta.

Najwazniejszym wnioskiem jaki moze zosta¢ wyciagniety z pracy [55], jest stwierdzenie, ze
sztuczna sie¢ neuronowa (w tym przypadku sie¢ typu ,NARMA-L2”) jest w stanie sterowac
uktadem dynamicznym takim jak wspomniane wahadlo badZ manipulator o jednym stopniu
swobody, rowniez w zakresie nieliniowym. Na wykresach rzeczywistego sterowania zaprezen-
towanych we wspomnianej pracy, wida¢ stopniowa zmiane polozenia katowego manipulatora
od potlozenia poczatkowego (dolnego) do potozenia konicowego (gérnego). Niestety na wy-
kresach tych wida¢ rowniez wyraznie tak zwany efekt ,chatteringu” czyli oscylacyjnej zmiany
polozenia w otoczeniu docelowego polozenia koricowego. By¢ moze zmiana architektury badz
parametréw uczenia sieci neuronowej albo rzeczywista implementacja niektérych z modyfika-
cji zaprezentowanych w niniejszej pracy doktorskiej (wolnego dojécia do celu, ograniczonego
wzmocnienia) umozliwityby zniwelowanie wspomnianego efektu, a co za tym idzie bardziej
plynne i dokladniejsze sterowanie.

Niestety w pracy [55], pominiete zostaly wykresy obrazujace wartosci sygnaltu sterujacego
(napiecia, momentu sterujacego), brak réwniez jakiejkolwiek informacji na temat parametrow
sterowanego ukladu (masy, dtugosci) oraz wlasnosci samej sieci neuronowej (liczby neuronow
w warstwach sieci, liczby regresoréw). Podobnie, pomimo faktu iz rozpatrywany uktad ma-

nipulatora nie jest ukladem zlozonym, w pracy nie zawarte zostaly zadne réwnania, ktére
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opisywalyby jego dynamike. Nie jest przez to mozliwe odtworzenie w sposéb symulacyjny
rezultatéw otrzymanych w trakcie przeprowadzonych do$wiadczen, co najwyzej mozliwym
jest poréwnanie jakosciowe zachowania uktadéw o poréwnywalnej strukturze i zachowaniach
dynamicznych. Nalezy jednak zaznaczy¢, iz pominiecie réwnan dynamiki uktadu w pracy
dotyczacej praktycznego zastosowania sztucznych sieci neuronowych w sterowaniu uktadami
dynamicznymi, nie jest odosobnionym przypadkiem. Jest to najprawdopodobniej wynikiem
wlasnodci ,black-box” samych sztucznych sieci neuronowych, na potrzeby uczenia ktérych
nie jest wymaganym znajomos¢ nierzadko stosunkowo ztozonej dynamiki symulowanego badz
sterowanego uktadu, wystarczajaca jest wylacznie znajomosé wygenerowanego sygnatu wymu-
szenia oraz otrzymanych w bezposrednim wyniku eksperymentu probek uczacych opisujacych
stan i zachowanie uktadu.

Uktady eksperymentalne bardzo podobne do wymienionego wyzej manipulatora o jednym
stopniu swobody opisane zostaly rowniez w pracy [57|. W pierwszym z przeprowadzonych
tam eksperymentéw, sterowanie neuronowe stosowane jest do regulacji potozenia uktadu po-
taczonych dyskéow, w drugim podobnego typu sterowanie wykorzystane jest na uzytek zmiany
potozenia dolnego ramienia robota CRS A55. Podobnie jak i w poprzedniej pracy, w obu
przypadkach sterowanie uktadami odbywa sie z wykorzystaniem metody typu ,NARMA-L2”,
natomiast algorytmem stuzacy do minimalizacji btedu érednio-kwadratowego jest algorytm
Lavenberga-Margquardta. Niestety, pomimo tego, ze w pracy opisane sa dokladnie parame-
try i architektura zastosowanej sieci, probki uczace pobrane sa bezposrednio z rzeczywistych
fizycznych modeli, natomiast réwnanie dynamiki podane jest wytacznie dla uktadu dyskéw,
na dodatek wytacznie w postaci ogolnej bez zdefiniowania obecnej w nim funkcji f(y(t)), ani
bez informacji na temat wartosci wielkosci w nim wystepujacych (masy m, dtugosci l). Co za
tym idzie, podobnie jak poprzednio, bez znajomosci tych informacji nie jest mozliwym prze-
prowadzenie poréwnawczej symulacji numerycznej sterowania dla zaprezentowanych uktadow.

Pomimo tego, warto zwroci¢ uwage na fakt, iz coraz wiecej publikacji dotyczacych zagadnie-
nia sterowania z wykorzystaniem sztucznych sieci neuronowych, pokazuje podobnie jak dwie
wymienione wyzej publikacje sposéb praktycznego ich zastosowania do rzeczywistych istnieja-
cych obiektéow, przyktadowo sterowania potozeniem autonomicznego drona z wykorzystaniem
metody typu ,Inverse” [58|, aktywnej redukeji drgan ptyt inteligentnych [59] oraz wielu innych
przykladow zaréwno regulacji jak i sterowania uktadami dynamicznymi [60]|, [61], [62], |63],
[64].

3.3.2. Analiza stabilnosci

Waznym zagadnieniem, ktére musi zostaé¢ koniecznie poruszone w przypadku jakiegokolwiek
sterowania, nie tylko sterowania neuronowego jest zagadnienie stabilnogci ukltadu sterowa-
nego. Jest ono o tylko kluczowe, ze determinuje czy dany uktad sterowania jest w praktyce
realizowalny, a jezeli tak to jakie warunki musza zostaé spetnione aby tak bylo. Dla uktadow
liniowych badz zlinearyzowanych zagadnienie to jest stosunkowo dobrze znane i mozliwym jest

okreglenie stabilnosci danego uktadu korzystajac z szeregu standardowych metod (Hurwitza,
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Nyquista) [41], [65], [66]. Podobnie dla uktadéw nieliniowych istnieja metody umozliwiajace
zbadanie stabilnosci m.in. metoda bezposrednia Lyapunowa [39], [65], [67], [68].

Dla przypadku sterowania neuronowego zagadnienie stabilnosci staje sie dodatkowo bar-
dziej zlozone. Wymienié¢ mozna kilka powodéw takiego stanu rzeczy. Po pierwsze - jak to juz
uprzednio wspomniano, sie¢ neuronowa w gruncie rzeczy bazuje na zasadzie ,czarnej skrzynki”
(,black-box”), a zatem okreslenie stabilnosci na bazie macierzy wag oraz czesto nieliniowych
funkeji aktywacji obecnych wewnatrz struktury analizowanego sterownika neuronowego sta-
nowi skomplikowane zadanie. Po drugie - sam obiekt, ktéry poddawany jest sterowaniu moze
by¢ obiektem wykazujacym zachowania nieliniowe, a co za tym idzie ztozonosé analizy doty-
czacej sterowania takim obiektem dodatkowo wzrasta. Wreszcie, jak zostato to zaznaczone
wczesniej w szczegdlnosci w rozdziale poswieconym sterowaniu, poprawne dziatanie sterownika
neuronowego uzaleznione jest od szeregu réznego rodzaju parametréw i zmiennych poczynajac
od wybranej architektury sieci, poprzez zastosowanie dodatkowego wzmocnienia (badz ate-
nuacji), na odpowiednim doborze probek uczacych konczac. Kazdy z tych parametrow moze
w ostatecznym rozrachunku w mniejszym badz wiekszym stopniu determinowaé czy uktad
bedzie stabilny czy tez nie.

Podobne rozwazania na temat stabilnosci dla zagadnienia sterowania neuronowego przed-
stawione zostaly w pracy [10]. W pracy tej podkreslono, ze o ile stabilnos¢ rozumiana w
sposéb asymptotyczny jest kluczowa z perspektywy sterowania uktadem dynamicznym, o tyle
niekiedy (w tym dla sterowania neuronowego) niezbednym jest zapewnienie stabilnosci BIBO
(,bounded-in bounded-out”), co oznacza ze w przypadku ograniczenie narzucone na wartosci
wejsciowe ukladu implikuje ograniczenie rowniez warto$ci wyjsciowych. Wtasciwa definicja
stabilnosci BIBO stwierdza, ze rozwigzanie y(t) = 0 jest stabilne w sensie BIBO wtedy i tylko

wtedy gdy istniejg state ¢, oraz ¢, spelniajgce implikacje:
lu@®)]] < cu= [yl <cy

gdzie u(t) oraz y(t) sa odpowiednio wielkoécig wejsciowa i wyjsciowa ukltadu.

Bazujac na przedstawionej powyzej definicji, w pracy tej podkreslono, ze dla przypadku gdy
wszystkie z funkcji aktywacji obecnych w sieci neuronowej sa ograniczone (tangensoidalne,
sigmoidalne), badz gdy nie istnieje takie potaczenie pomiedzy wejsciem wu(t) i wyjsciem y(t)
uktadu ktore zawieraloby tylko i wytacznie funkcje nieograniczone (liniowe), wowczas siec
neuronowa, a co za tym idzie sterowanie neuronowe bedzie stabilne w sensie BIBO.

Dodatkowo w pracy tej zaznaczono, ze o ile w przypadku ukladéw stacjonarnych liniowych
zardéwno stabilno§¢ asymptotyczna oraz BIBO sg osiggalne w przypadku gdy wartosci wtasne
ukladu zawieraja sie w obszarze stabilnosci (okregu jednostkowym w przestrzeni z), natomiast
osiggniecie jej dla uktadéw niestacjonarnych nieliniowych stanowi bardziej ztozony problem,
zalezny od wielu czynnikéw i parametrach. W niektorych przypadkach przy zalozeniu, ze
zmiana ukladu nastepuje w sposéb powolny mozliwe jest okredlenie obszaru stabilnosci uktadu

bazujac na wartosciach wlasnych wyznaczonych dla uktadu po linearyzacji.
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4. Podsumowanie i wnioski

W pracy przedstawione zostaly podstawowe zagadnienia dotyczace oceny mozliwosci zastoso-
wania algorytmoéw sterowania bazujacych na sztucznych sieciach neuronowych do ttumienia
drgan uktadéw dyskretnych i ciggtych, zaréwno w zakresie liniowym jak i nieliniowym. Cha-
rakter pracy byl w gtéwnej mierze obliczeniowy i symulacyjny, z modelami dobranymi w taki
sposob by uwypukli¢ mozliwe zalety oraz wady sterowania z wykorzystaniem sztucznych sieci
neuronowych, jak réwniez mozliwe trudnosci zwigzane z procesem ich uczenia.

W rozdziale po$wieconym identyfikacji neuronowej opisane zostaly kolejno architektura
oraz modele dynamicznych sztucznych sieci neuronowych (DSSN), wybrane modele emulato-
row neuronowych oraz algorytmy uczenia sieci neuronowych z dodatkowym wyprowadzeniem
zasady uczenia dla algorytmu gradientowego najwiekszego spadku. W rozdziale tym zapre-
zentowano ponadto emulacje neuronowa na przykladzie wybranych modeli dynamicznych:
wahadla matematycznego, giroskopu oraz belki inteligentnej z elementami piezoelektryczymi.

Glowna czedé pracy poswiecona zostata sterowaniu neuronowemu, w szczegdlnosci pod ka-
tem zastosowania go do aktywnego ttumienia drgari uktadéw oscylacyjych. Opierajac sie na
literaturze dotyczacej zagadnienia sztucznych sieci neuronowych jak réwniez informacji za-
wartej w rozdziale poswieconym identyfikacji neuronowej, zaproponowano oraz przedstawiono
szereg metod sterowania neuronowego m.in. metody sterowania przez inwersje oraz metody
typu ,NARMA-L2’. Metody te oraz skutecznos¢ ich dziatania przetestowana zostala na wy-
branych modelach uktadéw dynamicznych. Wsroéd nich znalazty sie miedzy innymi uktad
wahadta podwodjnego nieliniowego, giroskopu oraz belki inteligentne;j.

Ponadto w pracy przetestowano w jaki sposéb dobér odpowiedniej architektury sieci, prébek
uczacych oraz algorytmu uczenia wplywa na efektywnos$é i szybkos¢ dziatania sterownika
neuronowego. W pracy zaproponowano réwniez szereg oryginalnych modyfikacji oraz zmian
do uktadu sterowania, ktére umozliwity poprawe skutecznoéci sterowania bez koniecznosci
ingerencji w strukture czy macierze wag nauczonej sieci.

Na bazie obliczen oraz symulacji przeprowadzonych na potrzeby prezentowanej pracy mozna

wyciagnaé nastepujace wnioski:

e dynamiczne sztuczne sieci neuronowe sg w stanie w sposéb skuteczny emulowaé zachowa-
nie oraz dynamike uktadéw mechaniczych pod warunkiem przeprowadzenia poprawnego
procesu ich uczenia; zakres dzialania sieci ograniczony jest odgoérnie przez zakres probek

przyjetych do uczenia sieci

e podstawowa zaleta sterowania neuronowego, niezaleznie od zastosowanej metody badz
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algorytmu, przejawia sie¢ w mozliwosci nauczenia sieci sterowania nie tylko w zakresie

liniowym badz dla modelu zlinearyzowanego, lecz réwniez w zakresie nieliniowym

zastosowanie sztucznej sieci neuronowej w roli emulatora bad?z sterownika uktadu dyna-
micznego wymusza na uzytkowniku koniecznos¢ zdefiniowania szeregu kluczowych para-
metréw opisujacych sie¢ m.in. architektury sieci, iloci regresoréw oraz ilosci neuronéw
w poszczegblnych jej warstwach; podobna procedura dotyczaca doboru parametréw musi
rowniez zostaé przeprowadzona dla probek uczacych, w celu zdefiniowania zakresu ucze-
nia oraz czestotliwosci probkowania, a co za tym idzie czestotliwosci dzialania samego

sterownika

sterownik neuronowy, ktéry nauczony zostal na bazie probek pobranych z uktadu dy-
namicznego o konkretnych Scisle zadanych parametrach obiektu, wykazuje do pewnego
stopnia odporno$¢ na zmiane tychze parametrow w trakcie jego pracy; sie¢ taka jest w
dalszym ciagu w stanie ttumié¢ drgania rozpatrywanego uktadu, zwiazane jest to jednak

ze zmniejszong efektywnoscig jej dziatania

czesciowa, zaleta zastosowania sztucznych sieci neuronowych jest mozliwosé catkowitego
pominiecia procesu przygotowania modelu matematycznego sterowanego uktadu pod
warunkiem, ze uktad taki jest fizycznie dostepny; jako ze sie¢ neuronowa dziala na za-
sadzie ,czarnej skrzynki” (,black-box”) do nauczenia sieci wymagane jest wtedy jedynie
zdobycie odpowiedniej ilosci probek uczacych sygnatu sterujacego oraz wielkosci stero-
wanej: pomimo faktu, iz w pracy skorzystano z probek testowych uzyskanych z modeli
matematycznych rozpatrywanych uktadéw, probki te mozna by réwnie dobrze uzyskaé

z eksperymentu przeprowadzonego na rzeczywistym obiekcie dynamicznym

z uwagi na ztozona budowe sztucznych sieci neuronowych oraz wymienione wyzej ucze-
nie na zasadzie ,czarnej skrzynki”, uktad sterowania neuronowego rézni sie znacznie od
bazujacego na modelu matematycznym uktadu sterowania klasycznego; w wyniku tego
analiza wpltywu oraz zachowania algorytmow sterowania neuronowego (przyktadowo ba-
danie stabilnosci uktadu) jest znacznie bardziej skomplikowana, jako ze w tym wypadku

nie jest mozliwym skorzystanie ze standardowo stosowanych do tego celu metod

Podsumowujac przedstawione powyzej wnioski mozna zatem stwierdzi¢, ze ttumienie drgan

uktadéw dynamicznych przy wykorzystaniu algorytmoéw sterowania neuronowego jest moz-

liwe, co wiecej nie ogranicza si¢ ono wytacznie do zakresu liniowego, lecz przy odpowiednim

doborze architektury sieci oraz probek uczacych obejmowaé¢ ono moze réwniez zakres nieli-

niowy. Realizacja tak dzialajacego ukladu sterowania wymaga jednakze znacznie wiekszego

naktadu pracy oraz przygotowar, niz dla sterowania klasycznego.

Z uwagi na ograniczony zakres pracy przy jednocze$nie obszernym zakresie zagadnienia

sztucznych sieci neuronowych oraz stosunkowo nowoczesnej problematyce zastosowania ich

do sterowania zachowaniem uktadéw dynamicznych, nie bylo niestety wykonalne przeana-

lizowanie wszystkich mozliwych opcji i rozwiazan. W dalszej perspektywie planowane jest
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jednakze przetestowanie zaproponowanych w pracy algorytméw neuronowych na rzeczywi-
stym modelach dynamicznych z wykorzystaniem wtasciwych uktadéow sterowania.

Ponadto rozwazane jest przez autora ewentualne rozszerzenie analizy oraz badan dotycza-
cych aktywnego neuronowego tlumienia drgan na bardziej ztozone ukltady oraz algorytmy
sterowania m.in. sterowniki neuronowe z ciaglym douczaniem (w trybie ,on-line”), sieci reku-

rencyjne oraz sterowanie neuronowo-rozmyte.
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A. Dodatek

Algorytm gradientowy najwiekszego spadku

W algorytmie najwiekszego spadku (,steepest descent”), rownanie btedu §redniokwadratowego

E, definuje sie dla ostatniego wzorca uczacego [12]:

E =e(k)e(k) = [y(k) — 5(k)] [y (k) — §(k)] (A.1)
gdzie k odpowiada ostatniemu krokowi iteracji algorytmu.
Elementy macierzy wag W oraz wektorow odchylenia b dla iteracji (k 4+ 1) modyfikowane

sa na bazie ich wartosci z iteracji poprzedniej (k) zgodnie z wzorami:

OE
Wk +1) = Wi (k) — aG(wf) = wff(k) - am (4.2)
s P ) 7 ale
1)
b7 (k4 1) = b (k) = aG(B") = b (k) — o (4-3)

w ktorych G(w];) oraz G(b]") sa gradientem zmiany odpowiednio dla elementu (4,j) m-tej
macierzy wag W oraz elementu ¢ m-tego wektora odchyleri b, natomiast « jest krokiem uczenia
(zmiany) algorytmu. Zbieznos¢ rozwiazania dla podanego algorytmu zalezna jest w glownej
mierze od doboru kroku uczenia «, przy czym zaznaczy¢ nalezy, iz parametr ten w trakcie
procesu uczenia pozostaje niezmienny.

Wartosci gradientu z réwnan A.2 i A.3, roztozy¢ mozna wzgledem i-tej wartosci wektora

wyjsciowego ¢ m-tej warstwy sieci, na iloraz dwéch pochodnych czastkowych:

oE  OE  dpr

= X
m m m
8wi7 b 0} 8wi7 b

(A.4)

oE O _ opr
- A.
a6~ agr b (A4-5)

aby nastepnie korzystajac z wartosci ¢}" zdefiniowanej w postaci:

q
of = wihg Tt 4 b (A.6)
j=1

otrzymaé¢ w sposob bezposredni wartosci pochodnych czastkowych:
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890;,”1 ~m—1 asozn
= = AT
ow;” 77 o (A7)
Definiujac nastepnie czutos¢ si* jako:
OF
m_ A8
SZ 8()0?1 ( )

pochodne czastkowe A.4 oraz A.5 przeksztalca sie do postaci:

OE

= = gmym—l A.
awzz SZ y] ( 9)
OF
— M Al
8[):” SZ ( 0)

Podstawiajac A.9 oraz A.10 odpowiednio do réwnani A.2 i A.3 otrzymamy ostatecznie zde-
finiowane réwnania zmiany odpowiednio dla elementu (i, j) m-tej macierzy wag W oraz ele-

mentu ¢ m-tego wektora odchylen b

wiy(k + 1) = wily (k) — asy gy (A.11)

bk + 1) = b (k) — as™ (A.12)

Powyzsze rownania zapisane w postaci macierzowej prezentuja sie nastepujaco:

W™ (k+1) = W™ (k) — as™(F™ 17T (A.13)

b™ (k4 1) = b™(k) — as™ (A.14)

Brakujacym i niezbednym elementem w przedstawionych powyzej rownaniach, jest wektor
czutosci m-tej warstwy s™, ktoéry koniecznie musi zosta¢ wyznaczony dla kazdej z M warstw
sieci. Wektory czulosci otrzymywane sa na zasadzie indukcji - w pierwszej kolejnosci wyznacza
sie wektor s™ dla wyjsciowej M-tej warstwy, a nastepnie korzystajac z niego wyznacza sie
wektor s 1 dla warstwy poprzedniej i tak kolejno az do wektora s'.

Korzystajac z podanej wyzej definicji czulosci A.8, i-tg czulos¢ M-tej (czyli ostatniej)
warstwy sieci rozbi¢ mozna na dwie pochodne czastkowe w nastepujacy sposob:

0y, 09; 0yp;

(A.15)

Podane pochodne czastkowe wyznaczy¢ mozna dla M-tej warstwy w sposoéb bezpogredni,

wykorzystujac przedstawione uprzednio zaleznosci A.1 oraz 2.1
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oF A

95 = —2(yi — Ui) (A.16)
oM

5o = Sl (A17)

Podstawiajac A.16 oraz A.17 do A.15 otrzymujemy:

st = =2f1, (M) (Wi — 1) (A.18)

Podobnie sprawa wyglada w przypadku j-tej wartosci dla warstwy M — 1, ktéra mozna

rozbi¢ na cztery pochodne czastkowe, w nastepujacy sposob:

o . M1
vo1_ OE o9 ! 99;

s T = ——= X X ——t— X — (A.19)
’ o~ oplt  agit Tt o
dla ktorej:
390?4 M
= w; A.20
8@;\4—1 2y ( )
oyt
J / M—1
— = fu— (e ) (A.21)
8(,0?4 1 J
Podstawiajac nastepnie A.20, A.21 oraz A.18 do zaleznosci A.19, otrzymujemy:
st = sMwll f_ (0} (A.22)

ktora nastepnie mozna rozszerzy¢ do bardziej ogdlnej postaci, obejmujacej wszystkie oprocz

ostatniej M-tej warstwy:

T = g Hyymrt f! (gpj.\/[_l), m=M-1,---,1 (A.23)

J z 2¥) m

Nastepnie, dokonujac ztozenia rozwigzania A.18 i A.23 po wszystkich wartosciach, otrzy-
mujemy odpowiednio wektor czutosci dla warstwy M-tej, oraz dla wszystkich pozostatych

warstw sieci:
sV = —2F y(0")(y - 9) (A.24)
(s™7T = (s™HTW™HF, (™), m=M—-1,---,1 (A.25)

gdzie macierz F’,,,(¢™) zawierajaca pochodne wszystkich funkcji aktywacji m-tej warstwy,

zdefiniowana jest w postaci diagonalnej:
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Foe™=| AR (A.26)
0 0 f’m(gaf]”)

Pamietajac o tym, ze dla macierzy diagonalnej F'j;(p™) prawdziwa jest zaleznogé:

(F'a(™)" = F (™) (A.27)

wektor (A.25) przeksztalci¢ mozna do postaci podobnej do wektora (A.24):

s = (WHHTF (™)™ m=M—-1,--- 1 (A.28)

Warto przy tej okazji wspomnie¢, ze odpowiedni dobér funkeji aktywacji f(¢), umozliwia
w prosty sposob wyznaczenie ich pochodnych f’(¢), w celu ich zastosowania w podanych

powyzej wzorach dla wektoréw czutosci s”. Dla funkcji aktywacji

file) =¢ (A.29)
f2(0) = ¢ jew (A.30)
e —
falsp) = teh(p) = o] (A1)

pochodne otrzymuje sie odpowiednio w formie:

filp) =1 (A.32)

f3(p) = (1;668;2 (A.33)
, 4e%¢

f3(p) = Aty (A.34)

Ostatnig z wymaganych informacji niezbednych przy implementacji podanego algorytmu,
jest zdefiniowanie warunkow przy ktorych algorytm powinien sie zatrzymacé. Najczesciej sto-

sowanymi kryteriami stopu dla algorytmoéw uczenia sieci neuronowych sa:

e warunek maksymalnej liczby epok uczacych
e warunek osiggniecia zatozonej wartosci btedu E < Emin

e warunek stopnia przeuczenia (wyznaczony korzystajac z probek walidacyjnych)
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