1-B/2011

CZASOPISMO TECHNICZNE : ZESZYT 8

TECHNICAL TRANSACTIONS rourecHnik EJ |SSUE 3

YEAR 108

LUKASZ CHUDYBA®

WPLYW TYPU SIECI NEURONOWEJ
NA DOKELADNOSC PROGNOZOWANIA
PRZEKAZYWANIA DRGAN
POCHODZENIA GORNICZEGO Z GRUNTU NA BUDYNEK

THE INFLUENCE OF NEURAL NETWORK TYPE
ON THE PREDICTION ACCURACY
OF THE TRANSMISSION OF MINING TREMORS
VIBRATIONS FROM THE GROUND TO THE BUILDING

Streszczenie

Artykut dotyczy analizy wplywu typu sieci neuronowych na doktadno$¢ prognozowania
przekazywania drgan pochodzenia goérniczego z gruntu na fundament typowego budynku
mieszkalnego. Zastosowano standardowe sztuczne sieci neuronowe, sieci neuronowe z regu-
laryzacja oraz bayesowskie sieci neuronowe. Wzorce uczace, walidujace oraz testujace sieci
neuronowych utworzono, wykorzystujac wyniki badania doswiadczalnych.

Stowa kluczowe: interakcja dynamiczna podtoze-budynek, sieci neuronowe, bayesowskie sieci
neuronowe, przyspieszenie drgan, predkos¢ drgan

Abstract

The paper deals with the analysis of the influence of neural network type on the prediction
accuracy of the transmission of mining tremors vibrations from the ground to the typical
building. Standard neural networks, neural networks with regularization and bayesian neural
networks were used. Results of experimental tests were applied as the neural network training,
validating and testing patterns.
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of vibrations, velocity of vibrations
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1. Wstep

Sztuczne sieci neuronowe powstaty na gruncie wiedzy o dziataniu systemu nerwowego
istot zywych i stanowia probg wykorzystania zjawisk zachodzacych w systemach nerwo-
wych [1]. Stworzono szereg modeli matematycznych, uwzgledniajac w mniejszym lub
wigkszym stopniu funkcjonowanie rzeczywistej komorki neuronowej, a sztuczne sieci neu-
ronowe znalazty zastosowanie w analizie wielu problemow nauki i techniki [2].

W niniejszym artykule sztuczne sieci neuronowe roéznego typu wykorzystano do pro-
gnozowania przekazywania drgan z gruntu na fundament typowego budynku mieszkalnego.
Wzorce do obliczen pochodzity z rzeczywistych pomiaréw drgan powierzchniowych towa-
rzyszacych wydobyciu rudy miedzi w Legnicko-Glogowskim Okrggu Miedziowym
(LGOM). Intensywno$¢ najsilniejszych oddzialywan sejsmicznych w tym regionie jest
zblizona do stabych trzesien ziemi. Wstrzasy te, tak samo jak w przypadku ruchu podloza
gruntowego wywotanego trzgsieniem ziemi, maja charakter losowy. Nie wiadomo, kiedy
moga wystapic.

Wzajemne oddzialywanie podtoza i posadowionej na nim konstrukcji podczas dziatan
dynamicznych nosi nazwe ,,interakcji dynamicznej”. Jest to zagadnienie bardzo wazne
z inzynierskiego punktu widzenia. Istotne jest zarbwno prognozowanie wptywu drgan na
budynek, jak rowniez ocena sposobu przekazywania drgan na ten obiekt.

Zdecydowano si¢ na zastosowanie standardowych sztucznych sieci neuronowych
(SSSN) typu wstecznej propagacji bledu, sztucznych sieci neuronowych z regularyzacja
(SSN+reg.). Widocznym niedostatkiem takich sieci jest ich deterministyczny charakter,
dlatego do prognozowania przekazywani drgan z gruntu na budynek mieszkalny wykorzy-
stano rowniez bayesowskie sieci neuronowe (BNN) [2].

2. Wyniki badan doswiadczalnych

Przekazywanie przyspieszen oraz predkosci drgan od wstrzaséw gorniczych z gruntu na
fundament budynku analizowano w odniesieniu do typowego, mieszkalnego, prefabryko-
wanego budynku $cianowego z poprzeczno-podtuznym uktadem $cian nosnych, posado-
wionego na tawach fundamentowych. Obiekt ma pie¢ kondygnacji i nalezy do klasy
budynkow o $redniej wysokosci. Zrodtem drgan byly wstrzasy gornicze powstate na skutek
wydobycia rudy miedzi w LGOM. Zarejestrowane przebiegi drgan pochodzity z badan
w skali naturalnej, dokonanych przy uzyciu aparatury ,,czuwajacej”. Mierzono przebiegi
przyspieszen drgan rownoczesnie na gruncie i na fundamencie w kierunkach rownolegtych
odpowiednio do poprzecznej (x) i podhuznej (y) osi budynku od wielu wstrzaséw gorni-
czych. Na podstawie pomierzonych sktadowych przebiegéw przyspieszen drgan, w przy-
padku kazdego wstrzasu gorniczego, przez catkowanie wyznaczono przebiegi predkosci
drgan. Na podstawie skladowych przebiegéw przyspieszen oraz sktadowych predkosci
drgan w kierunkach x i y, w przypadku kazdego wstrzasu wyliczano przebiegi wypadko-
wego przyspieszenia drgan poziomych PGA i PFA, odpowiednio na gruncie i na funda-
mencie budynku oraz analogicznie przebiegi wypadkowej predkosci drgan poziomych PGV
i PFV.

Na rysunkach la i 1b przyktadowo poréwnano odpowiednio przebiegi wypadkowych
przyspieszen oraz predkosci drgan wystgpujacych jednoczesnie na gruncie oraz fundamen-
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cie od jednego ze wstrzasow gorniczych. Stwierdzono, ze réznice w drganiach gruntu oraz
fundamentu odbywajacych si¢ w tym samym czasie moga by¢ znaczace tak w zakresie
wypadkowych przyspieszen, jak i wypadkowych predkosci.
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Rys. 1. Przebiegi wypadkowych przyspieszen dla wstrzasu: En = 9,6E7], r, = 2494 m (a) oraz

wypadkowych predkosci dla wstrzasu En = 1,2E7), r, = 698 m (b) pomierzonych
réwnoczesnie na gruncie oraz fundamencie badanego budynku

Fig. 1. Time history of resultant accelerations from the tremor: En = 9,6E7J, r, = 2494 m (a) and
resultant velocities from the tremor En = 1,2E7J, r, = 698 m (b) in the same time on the
ground and building foundation

Oceny przekazywania drgan z gruntu na fundament dokonano poprzez poréwnanie
maksymalnych warto$ci wypadkowych przyspieszen drgan jednoczesnie zarejestrowanych
na fundamencie budynku (PFA) i gruntu obok budynku (PGA) oraz analogiczne poréwna-
nie odpowiednich predkosci drgan. W tym celu w przypadku przy$pieszen drgan wyliczano
stosunek: ryy = PFA/PGA, a dla predkosci: ryy = PFVIPGV; PGV, PFV — odpowiednio:
maksymalna warto$¢ wypadkowej predkosci drgan fundamentu i gruntu obok budynku.
Lacznie rozwazono 226 par przy$pieszen drganh PGA—PFA (pary grunt-fundament) oraz
226 par predkosci drgan PGV—-PFV.

Przeprowadzono analizg zaleznosci utamkow ryy 1 ryy od podstawowych parametrow
wstrzasow gorniczych, tj. odpowiednio maksymalnego wypadkowego przyspieszenia na
gruncie (PGA) albo maksymalnej wypadkowej predkosci na gruncie (PGV), energii
wstrzasu gorniczego (En), odleglosci epicentralnej (r,) oraz wspotrzednych sejsmologicz-
nych (X, Y). Na rysunku 2 przyktadowo przedstawiono zaleznos¢ ulamkow ryy, rpy od
odlegtosci epicentralnej wraz z liniami trendu.
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Rys. 2. Zaleznosci ry, 1 ryy od odleglosci epicentralnych 7,

Fig. 2. Ratios ry, and ryy versus epicentral distances 7,

Stwierdzono, ze niemozliwe jest precyzyjne okreslenie zaleznosci utamkoéw ry, 1 ryy od
poszczegolnych parametréw charakteryzujacych wstrzasy goérnicze. Mozna jedynie dopatry-
wac¢ si¢ pewnych trendow [3, 4, 5]. Zardwno przyspieszenia, jak 1 predkosci wypadkowych
drgan gruntu przekazuja si¢ stosunkowo dobrze na fundament budynku przy duzych odlegto-
Sciach epicentralnych wstrzasow. W przypadku zaleznosci utamkéw ryy 1 ryy od energii
wstrzasoOw gorniczych, zauwazono, ze wigksza redukcja jest w przypadku mniejszych energii
wstrzasow. Stwierdzono rowniez, ze w przypadku wstrzasow gorniczych o takich samych
energiach i niemal takich samych odlegto$ciach epicentralnych, ale innym epicentrum, prze-
kazywanie drgan z gruntu na fundament budynku moze si¢ znaczaco roznic [5].

3. Prognozowanie przekazywania drgan z podloza na budynek z wykorzystaniem
sieci neuronowych

3.1. Zastosowane typy sieci neuronowych

Do prognozowania przekazywania drgan z gruntu na fundament budynku wykorzy-
stano: standardowe sztuczne sieci neuronowe jednokierunkowe ze wsteczna propagacja
btedu (WPB), sztuczne sieci neuronowe z regularyzacja, bayesowskie sieci neuronowe.

W procesie uczenia sieci standardowych poszukuje si¢ minimum funkcji biedu.
W przypadku ciagltych funkcji aktywacji stosuje si¢ metode gradientowa najwigkszego
spadku btedu sredniokwadratowego MSE(V) [1]

. OMSE (V)"
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gdzie:
T — parametr uczenia,
w; — elementy wektora wag,
p — calkowita liczba wzorcow.
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Algorytm propagacji wstecznej okresla strategi¢ doboru wag sieci przy wykorzystaniu
gradientowych metod optymalizacji i oparty jest na minimalizacji sumy kwadratow btedow
uczenia.

Z kolei w przypadku uczenia z regularyzacja, obliczenia wykonuje si¢ z uzyciem
regularyzatora wag [6]

MSW = lzwj )

gdzie:
n — liczba uogdlnionych wag,
w; — warto$ci wag.

Blad MSW pelni role funkcji kary we wzorze na blad regularyzacji
MSEREG = yMSE + (1 —y)YMSW 3)

gdzie vy jest wspotczynnikiem regularyzacji.

W bayesowskim modelu SSN wagi, wektor wejscia oraz wyjscie SSN sa przyjete jako
zmienne losowe. Dziatanie sieci bayesowskich oparte jest na twierdzeniu Bayesa dla
gestosci prawdopodobienstwa warunkowego [2, 7]

p(t[X,w,B)p(w]|a)

p(w | X,t,0, B) = 4)
Pt X,0.p)
Mianownik w rownaniu (4) przyjmuje postac
p(t|X,0.B) = [ p(t| X, w,B) p(w | a)dw )

W powyzszych réwnaniach p oznacza rozklad prawdopodobienstwa, X — zbior wejsc¢
sieci, t — zbidr wyjs¢, a i B to hiperparametry, natomiast w jest wektorem wag sieci
neuronowej. Wowczas funkcje btgdu mozna przedstawi¢ w nastgpujacej postaci

N

F(w)=BE, (W)+aE, (W)= % D -y W)+ % 2 w (6)

n=1

Jako miar¢ biedu aproksymacji neuronowej stosowano btad sredniokwadratowy (Mean
Square Error) MSE oraz btedy wzgledne ep

MSE(Q) = éﬁ(zp -y,) (7)
ep = 1—?—"-100% ®)
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gdzie:
QO=L,V,T — liczba wzorcow w zbiorze uczacym (L), walidujacym (V) i testuja-
cym (7),
Z,1, — wartosci utamka ry, lub ryy wyznaczone na podstawie przebiegdw

drgan oraz wyliczone neuronowo dla p-tego wzorca.

Do oceny doktadnosci uzyskanych rezultatéw obliczen wykorzystywano tez tzw.
procent sukcesu (Success Ratio) SR [%] w zalezno$ci od bledu wzglednego ep [%].
SR okresla jaki procent wzorcow uzyskano z predykcji neuronowej z blgdem nie wigkszym
niz ep.

3.2. Obliczenia z zastosowaniem sztucznych sieci neuronowych

Z analizy wynikow badan doswiadczalnych widaé trudnosci w precyzyjnym okresleniu
zaleznosci utamkow r od parametrow charakteryzujacych wstrzasy gornicze. Trudne jest
wigc prognozowanie przekazywania drgan od wstrzasow gorniczych z gruntu na budynek
o $redniej wysokosci.

Podjeto zatem probe zastosowania wybranych rodzajow sieci neuronowych do przewi-
dywania sposobu przekazywania drgan od wstrzasow gorniczych z gruntu na fundament
pigciokondygnacyjnego budynku mieszkalnego.

Bazujac na wynikach badan do$wiadczalnych, sformutowano odpowiednie wzorce
uczace, walidujace i testujace sieci. W przypadku przyspieszen, jak i predkosci drgan, zde-
cydowano si¢ na analogiczne parametry wejsciowe sieci. Przyjgto nast¢pujace postacie
wektorow wejscia

X@x1) = {En, Ve, PGA} (9)
X3x1) = {En, r,, PGV} (10)
X(5x1) = {En, r., X, Y, PGA} (11)
x(5><l): {En, Ve,)(, Y,PGV} (12)
gdzie:
En  — energia wstrzasu gorniczego,
Te — odlegtos¢ epicentralna,
X,Y — wspotrzedne sejsmologicznie,
PGA - maksymalna warto$¢ (amplituda) wypadkowych przyspieszen drgan gruntu,
PGV - maksymalna warto$¢ (amplituda) wypadkowych predkosci drgan gruntu.

W wektorach wyjscia oczekiwano utamkow ry oraz ryy
Yaxny = {Fwa} (13)

Yaxny = {rwr} (14)

Wyniki badan doswiadczalnych pozwolily na przygotowanie po P = 226 wzorcow,
ktore zastosowano w kazdej wersji sieci. W przypadku kazdej sieci losowo wybrano
L = 113, ktoére zostaly wykorzystane do uczenia sieci, V' = 56 do walidacji, a pozostale
T'= 57 wzorcow uzyto do testowania.
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Zdecydowano si¢ na zastosowanie standardowej sztucznej sieci neuronowej (SSSN)
typu wstecznej propagacji btedu (WPB) z algorytmem uczenia Levenberga-Marquardta
(LM) [6, 8], sztucznej sieci neuronowej z regularyzacja [6] oraz bayesowskiej sieci
neuronowej (BNN) [2, 7]. Zastosowano sigmoidalna unipolarna (logistyczna) funkcje
aktywacji. Do obliczen wykorzystano program Matlab NN Toolbox [8].

Przeprowadzono szereg obliczen, w celu zaprojektowania sieci do prognozowania prze-
kazywania przy$pieszen drgan z gruntu na fundament budynku, jak rowniez sieci do pro-
gnozowania przekazywania prgdkosci drgan z gruntu na fundament budynku. Kryterium
doboru struktury sieci neuronowej byt mozliwie najmniejszy btad MSE dla uczenia, wali-
dacji i testowania. Analizowano sieci z jedna warstwa ukryta. Poszukiwano optymalnej
sieci w zalezno$ci od liczby neurondéw w warstwie ukrytej oraz liczby epok uczenia.
W przypadku sieci neuronowej z regularyzacja dodatkowym parametrem wplywajacym na
dobor optymalnej sieci byta warto§¢ wspotczynnika regularyzacji vy.

W tabeli 1 zamieszczono informacj¢ o architekturze, liczbie epok uczenia rozwazanych
wariantow sieci i odpowiadajacych im biedach uczenia, walidacji i testowania.

Tabela 1

Bledy uczenia, walidacji i testowania zaproponowanych sieci neuronowych

Wejscie Wyjscie | Typ sieci Nr_ Arch?tektura L;;(Z)lia 2
s1eCl1 S1€C1 uczenia L V T
SSSN 1 3-3-1 40 0,0222 | 0,0244 | 0,0262
PGA, r,, En i BNN 2 3-46-1 80 0,0181 | 0,0221 | 0,0221
SSN+reg. | 3 3-40-1 10 0,0210 | 0,0256 | 0,0275
PGV 1o En - SSSN 4 3-6-1 40 0,0052 | 0,0062 | 0,0040
BNN 5 3-12-1 33 0,0079 | 0,0054 | 0,0026
PGA, 1., X, Y, SSSN 6 5-6-1 55 0,0208 | 0,0175 | 0,0192
En T BNN 7 5-66-1 18 0,0193 | 0,0204 | 0,0214
PGV, r, X, Y, SSSN 8 5-7-1 50 0,0034 | 0,0049 | 0,0032
En v BNN 9 5-46-1 31 0,0070 | 0,0037 | 0,0022

Przyktadowo na rysunku 3 przedstawiono zaleznos$¢ btedow MSE od liczby neuronoéw
w warstwie ukrytej przy 40 epokach uczenia w przypadku sieci nr 1 (por. tabela 1). Zdecy-
dowano si¢ na zastosowanie sieci z 3 neuronami w warstwie ukrytej, w przypadku ktorej
uzyskano najmniejsze btedy MSE. Na kolejnym rysunku 4 pokazano zmiany bledu MSE
w zalezno$ci od warto$ci wspotczynnika regularyzacji y w przypadku sieci nr 3 (por. ta-
bela 1). Wida¢, ze dobor wartosci wspdtczynnika y moze mie¢ istotny wptyw na otrzymane
btedy MSE uczenia, walidacji oraz testowania sieci z regularyzacja. Przyktadowo, w przy-
padku prognozowania utamka ry, zdecydowano sig na sie¢ ze wspotczynnikiem y = 0,05,
co spowodowalo rownoczesne uzyskanie matych bledow MSE uczenia, walidacji oraz
testowania.

Natomiast na rysunku 5 pokazano wyniki analizy wielkosci btedu MSE w zaleznosci od
liczby epok uczenia przy 46 neuronach w warstwie ukrytej bayesowskiej sieci nr 9 (por.
tabela 1).
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Rys. 5. Zalezno$¢ bledu MSE od liczby epok uczenia w przypadku sieci bayesowskiej (sie¢ nr 9)

Fig. 5. MSE vs. the number of learning epochs in case of the bayesan network

Na rysunku 6 poréwnano przyktadowo procent sukcesu (SR) testowania sieci nr 1, 2, 3
(a) oraz sieci nr 4, 5 (b) (por. tabela 1) dla réznego typu zaproponowanych sieci do pro-
gnozowania wartosci utamkow. Na rysunku 7 przedstawiono poréwnania warto$ci utam-
kéw vy 1 ryy wyznaczonych na podstawie pomiardw i obliczonych za pomoca odpowied-
nio sieci nr 3 oraz sieci nr 9 w zbiorach testujacych. Zaznaczono granice btedu wzglednego
ep = 40%. Stwierdzono (rys. 7), ze w przypadku wykorzystania w obliczeniach sieci
bayesowskich, w zakresie malych wartosci utamkow ry, (do 0,2), w zbiorze testujacym
otrzymuje si¢ stosunkowo duze roéznice migdzy wartosciami utamkow uzyskanymi z po-
miaréw 1 wartoSciami z obliczen. Moze by¢ to spowodowane stosunkowo mata liczba
wzorcow z utamkami ry, 0 wartos$ciach mniejszych niz 0,2.
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Rys. 6. Procent sukcesu SR neuronowej prognozy przekazywania drgan z gruntu na fundament
budynku: a) prognozowanie utamka ry,; b) prognozowanie utamka ry

Fig. 6. Success Ratio SR for the neural prediction of the transmission of ground vibrations to building
foundation: a) prediction ry,; b) prediction ryy
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Rys. 7. Wartosci 7y, 1 7y wyznaczone na podstawie pomiarow i obliczone za pomoca
proponowanych sieci w zbiorach testujacych: a) sie¢ nr 9, b) sie¢ nr 3

Fig. 7. Experimentally evaluated values of 7y, 1 7 versus predicted ones with networks proposed in
testing sets: a) network nr 9, b) network nr 3

Ze wszystkich przeprowadzonych analiz wynika, ze w przypadku prognozowania
utamka ry, przy zastosowaniu sieci z wektorami wej$cia zarOwno z trzema parametrami
(sieci nr 1, 2, 3), jak i pigcioma parametrami (sieci nr 6, 7) wszystkie zaproponowane sieci
daja poréwnywalne przyblizenia. Podobne rezultaty uzyskano za pomoca sieci nr 8, 9 do
prognozowania przekazywania wypadkowych predkosci drgan na podstawie pigciu para-



12

metréw na wejsciu sieci. W przypadku prognozowania utamka ry; za pomoca sieci 4, 5
z trzema parametrami w wektorze wejscia, najlepsze wyniki we wszystkich zbiorach (ucza-
cym, walidujacym oraz testujacym) uzyskano, uzywajac bayesowskich sieci neuronowych.

4, Wnioski

W zwiazku z trudno$ciami, jakie wyst¢puja w prognozwaniu réznic w jednoczesnie
trwajacych drganiach gruntu i fundamentu budynku, wydaje si¢, ze zaproponowane sieci
neuronowe moga by¢ przydatne do przewidywania redukcji maksymalnych wypadkowych
przyspieszen oraz predkosci drgan. Z poréwnania przydatnosci SSSN, SSN z regularyzacja
oraz BNN wynika, ze nieco dokladniejsze wyniki prognozowania utamka r uzyskuje sig¢
w przypadku zastosowania bayesowskich sieci neuronowych, np. réznice w procencie suk-
cesu SR w poszczegodlnych zakresach bledow wzglednych, w zbiorze testujacym moga
dochodzi¢ nawet do kilkunastu procent.
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